
The notion of fuzzy homomorphism between hyper-
rings behaves properly with respect to the composi-
tion of fuzzy relations, in that the composition of fuzzy
homomorphisms is a fuzzy homomorphism. Further-
more, the composition is associative and there exists
an identity for this composition. As a result, the class
of hyperrings together with the fuzzy homomorphisms
between them forms a category.

Let us concentrate now on the relationship between
fuzzy homomorphism and congruences.

Definition 13 The fuzzy kernel relation induced
by ϕ in A is defined as ρϕ(a, a′) = ϕ(a, h(a′)).

We adopt here the term kernel as an extension of the
crisp case because of the inequality

ϕ(a, b) ∧ ϕ(a′, b) ≤ ρϕ(a, a′)

Moreover, in [5], the authors prove the following result.

Proposition 14 Let ϕ a perfect fuzzy function from
A to B. For all a, a′ ∈ A,

ρϕ(a, a′) =
∨
b∈B

ϕ(a, b) ∧ ϕ(a′, b)

In the case of fuzzy homomorphisms between hyper-
rings, we prove that this fuzzy equivalence relation is
also a fuzzy congruence on the initial hyperring.

Theorem 15 Consider ϕ between A and B. The
fuzzy kernel relation ρϕ is a fuzzy congruence relation
which includes the fuzzy equality ρ in A.

Proof: Let us see that ρϕ is compatible with the sum
operation.

ρ̂ϕ(a1 + a3, a2 + a4) =

=
∧

a∈a1+a3

∨
a′∈a2+a4

ρϕ(a, a′) ∧
∧

a′∈a2+a4

∨
a∈a1+a3

ρϕ(a, a′)

= ϕ̂(a1 + a3, h(a2 + a4)) as ρϕ(a, a′) = ϕ(a, h(a′))

= ϕ̂(a1 + a3, h(a2) + h(a4)) by Prop. 12

≥ ϕ(a1, h(a2)) ∧ ϕ(a3, h(a4))

= ρϕ(a1, a2) ∧ ρϕ(a3, a4)

The compatibility with the multiplication follows from

ρϕ(a1a3, a2a4) = ϕ(a1a3, h(a2a4))

= ϕ(a1a3, h(a2)h(a4)) by Prop. 12

≥ ϕ(a1, h(a2)) ∧ ϕ(a3, h(a4))

= ρϕ(a1, a2) ∧ ρϕ(a3, a4)

Now, let us show that ρ ≤ ρϕ:

ρ(a, a′) = ρ(a, a′) ∧ ϕ(a′, h(a′))

≤ ϕ(a, h(a′)) = ρϕ(a, a′) by (ext1) 2

In the rest of this section we will show the canonical
decomposition theorem for a complete fuzzy homomor-
phism and a fuzzy congruence relation. For suitable
extensions on the notions of injectivity and surjectivity
we will rely on the definitions given in [9].

Definition 16 A perfect fuzzy function ϕ ∈ [0, 1]A×B

is said to be:

• surjective if for all b ∈ B there exists a ∈ A such
that ϕ(a, b) = 1.

• injective if ϕ(a, b) ∧ ϕ(a′, b) ≤ ρ(a, a′), for all
a, a′ ∈ A and b ∈ B.

• bijective if it is injective and surjective.

The image set is Im ϕ = {b ∈ B | there exists a ∈
A with ϕ(a, b) = 1}.

In order to define the different homomorphisms in-
volved in the decomposition theorem, we have to intro-
duce the quotient set associated to a fuzzy equivalence
relation.

Definition 17 Let (A,+, ·, 0) be a hyperring and ρ be
a fuzzy equivalence relation in A. An equivalence
class of an element a ∈ A is defined as

ρ(a) ∈ [0, 1]A with ρ(a)(a′) = ρ(a, a′)

The quotient set is defined as A/ρ = {ρ(a) | a ∈ A}
and a fuzzy equality ρ can be defined in A/ρ as
ρ(ρ(a), ρ(a′)) = ρ(a, a′).

The fuzzy projection π from A to A/ρ is defined as
π(a, ρ(a′)) = ρ(a, a′).

Proposition 18 Let (A,+, ·, 0) be a hyperring, ρ a
fuzzy equality in A and ρ

A
be a fuzzy congruence re-

lation in A that includes ρ. The fuzzy projection π
from A to A/ρ

A
is a surjective fuzzy homomorphism

where the hyperoperations in A/ρ
A

are given by

ρ
A

(a1) + ρ
A

(a2) = {ρ
A

(d) | d ∈ a1 + a2}
ρ
A

(a1) · ρ
A

(a2) = {ρ
A

(d) | d ∈ a1a2}

the zero element is ρ
A

(0) and the fuzzy equality is ρA.

Remark: In order to prove that the canonical inclu-
sion from the image of a homomorphism is an injective
fuzzy homomorphism, we recall the following result
from [9]: given ϕ between A and B, there exists a
unique crisp function f such that ϕ(a, b) = σ(f(a), b).
This f actually coincides with the crisp description h
of ϕ, which satisfies ϕ(a, h(a)) = 1.

Lemma 19 Given ϕ between A and B, then the in-
clusion ι from Im ϕ to B defined as ι(b, b′) = σ(b, b′)
is an injective fuzzy homomorphism.

ESTYLF 2010, Huelva, 3 a 5 de febrero de 2010

178 XV Congreso Español Sobre Tecnologías y Lógica Fuzzy



Theorem 20 Any complete fuzzy homomorphism ϕ
from A to B can be canonically decomposed as ϕ =
ι ◦ ϕ ◦ π where π is the fuzzy projection from A to
A/ρϕ , ι is the inclusion from Im ϕ to B, and ϕ
is the isomorphism from A/ρϕ to Im ϕ defined as
ϕ(ρϕ(a), b) = ϕ(a, b), and the operations and the fuzzy
equality in Im ϕ being the corresponding restrictions
of those in B.

Proof: We will prove (ext1), (inj) and (surj) for ϕ
since the rest of properties are straightforward:

ext1 ϕ(ρϕ(a), b) ∧ ρϕ(ρϕ(a), ρϕ(a′)) =
ϕ(a, b) ∧ ρϕ(a, a′) = ϕ(a, b) ∧ ϕ(a, h(a′)) =
ϕ(a, b) ∧ ϕ(a, h(a′)) ∧ ϕ(a′, h(a′)) ≤
σ(b, h(a′)) ∧ ϕ(a′, h(a′)) ≤ ϕ(a′, b) = ϕ(ρ

ϕ
(a′), b)

inj ϕ(ρ
ϕ

(a), b) ∧ ϕ(ρ
ϕ

(a′), b) = ϕ(a, b) ∧ ϕ(a′, b) ≤
ρ
ϕ

(a, a′) = ρϕ(ρ
ϕ

(a), ρ
ϕ

(a′)).

surj For all b ∈ Im ϕ there exists a ∈ A such that
ϕ(a, b) = 1 and then ϕ(ρ

ϕ
(a), b) = 1

Now, let us check that ϕ = ι ◦ ϕ ◦ π:

(ι◦ϕ ◦ π)(a, b) =

=
∨

ρϕ (a′)∈A/ρϕ
b′∈Im ϕ

(
π(a, ρ

ϕ
(a′)) ∧ ϕ(ρ

ϕ
(a′), b′) ∧ ι(b′, b)

)

=
∨
a′∈A
b′∈Imϕ

(
ρϕ(a, a′) ∧ ϕ(a′, b′) ∧ σ(b′, b)

)
(ext2)

≤
∨
a′∈A

(
ρϕ(a, a′) ∧ ϕ(a′, b)

)
(defρϕ )

=
∨
a′∈A

(
ϕ(a, h(a′)) ∧ ϕ(a′, b)

)
(f1)
=

∨
a′∈A

(
ϕ(a, h(a′)) ∧ ϕ(a′, h(a′)) ∧ ϕ(a′, b)

)
(part)

≤
∨
a′∈A

(
ϕ(a, h(a′)) ∧ σ(h(a′), b)

) (ext2)

≤ ϕ(a, b)

Conversely, ϕ(a, b) = σ(h(a), b) = π(a, ρϕ(a)) ∧
ϕ(ρϕ(a), h(a)) ∧ σ(h(a), b) ≤ (ι ◦ ϕ ◦ π)(a, b). �

5 Fuzzy hyperideals and
homomorphisms

This section is devoted to the fuzzy extension of the
classical relation between crisp ideals and homomor-
phisms.

First of all, we adopt the definition of fuzzy hyperideal
defined in [19]. Nevertheless, the superfluous condi-
tions have been removed.

Definition 21 Let (A,+, ·, 0) be a hyperring. A fuzzy
subset µ of A is a fuzzy hyperideal if it satisfies: for
all a, b ∈ A,

1. µ(a) ∧ µ(b) ≤ µ(x) for all x ∈ a− b

2. µ(a) ∨ µ(b) ≤ µ(ab)

The kernel relation in a hyperring can be expressed
in terms of the kernel of the corresponding homomor-
phism. In this section we prove that the same occurs
in the fuzzy case, due to the convenient properties in-
cluding in our definition of fuzzy homomorphism.

Let (A,+, ·, 0) and (B,+, ·, 0) be hyperrings endowed
with fuzzy equalities ρ and σ, respectively, such that
σ(a, b) = σ(−a,−b)

Let us consider now the fuzzy kernel relation induced
by ϕ in A, ρϕ ∈ [0, 1]A×A, defined as ρϕ(a, a′) =
ϕ(a, h(a′)), where h is the crisp description of ϕ.

Note that ρϕ(0) ∈ [0, 1]A is a a fuzzy subset of A and

ρϕ(0)(a) = ρϕ(0, a) = ϕ(0, h(a)) = σ(0, h(a))

= σ(h(a), 0) = ϕ(a, 0)

Theorem 22 Consider ϕ between A and B and the
fuzzy kernel relation ρϕ. Then ρϕ(0) is a fuzzy hyper-
ideal.

Proof: Firstly, observe that ϕ(a, b) = σ(h(a), b) =
σ(−h(a),−b) = σ(h(−a),−b) = ϕ(−a,−b) for all a ∈
A and b ∈ B. On the other hand,

ρϕ(0)(a) ∧ ρϕ(0)(b) = ϕ(0, h(a)) ∧ ϕ(0, h(b)) =

ϕ(0, h(a)) ∧ ϕ(0,−h(b)) ≤ ϕ̂(0, h(a)− h(b)) =

ϕ̂(0, h(a− b)) =
∧

y∈h(a−b)

ϕ(0, y) =

∧
x∈a−b

ϕ(0, h(x)) =
∧

x∈a−b

ρϕ(0)(x)

So, ρϕ(0)(a) ∧ ρϕ(0)(b) ≤ ρϕ(0)(x) for all x ∈ a− b.

Related to the multiplication,

ρϕ(0)(a) = ρϕ(0, a) = ρϕ(0, a) ∧ ρϕ(b, b)

≤ ρϕ(0, a · b) = ρϕ(0)(a · b)

and analogously, ρϕ(0)(b) ≤ ρϕ(0)(a · b). Thus,

ρϕ(0)(a) ∨ ρϕ(0)(b) ≤ ρϕ(0)(a · b) �

Once proven that the kernel of a fuzzy homomorphism
between hyperrings is a fuzzy hyperideal, we consider
whether the existing relationship between the fuzzy
hyperideal and the congruence defined by the fuzzy
homomorphisms is what one could expect.
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In the crisp case, given an ideal I, a congruence is
defined [8] by

a ≡ b (mod I) if and only if (a− b) ∩ I 6= ∅

The natural form of fuzzifying this construction would
be the following: if µ is a fuzzy hyperideal of A, the
fuzzy relation ρµ ∈ [0, 1]A×A should be

ρµ(a, a′) =
∨

x∈a−a′
µ(x)

In a nutshell, the fuzzy subset ρϕ(0) plays the role of
the kernel of the homomorphism in the crisp case.

Proposition 23 Consider ϕ between A and B and
the fuzzy kernel relation ρϕ. Then,

ρϕ(a, a′) =
∨

x∈a−a′
ρϕ(0)(x)

Proof: Firstly we prove ρϕ(a, a′) ≤
∨

x∈a−a′
ρϕ(0)(x)

From Proposition 14,

ρϕ(a, a′) = ϕ(a, h(a′)) =
∨
b∈B

ϕ(a, b) ∧ ϕ(a′, b) (1)

On the other hand, for all b ∈ B,

ϕ(a, b)∧ϕ(a′, b) ≤ ϕ̂(a− a′, b− b)

=
∧

x∈a−a′

∨
y∈b−b

ϕ(x, y) ∧
∧

y∈b−b

∨
x∈a−a′

ϕ(x, y)

≤
∧

y∈b−b

∨
x∈a−a′

ϕ(x, y) ≤
∨

x∈a−a′
ϕ(x, 0)

=
∨

x∈a−a′
ρϕ(0)(x)

Thus,
∨
b∈B

ϕ(a, b) ∧ ϕ(a′, b) ≤
∨

x∈a−a′
ρϕ(0)(x) and by

(1), one obtains the inequality required.

Now, we check that
∨

x∈a−a′
ϕ(x, 0) ≤ ρϕ(a, a′). It suf-

fices to prove that ρϕ(a, a′) is an upper bound.

ρϕ(0)(x) = ρϕ(x, 0) = ρϕ(x, 0) ∧ ρϕ(a′, a′)

≤ ρ̂ϕ(x+ a′, a′) =
∧

z∈x+a′
ρϕ(z, a′) ≤ ρϕ(a, a′) �

6 Conclusions

In this paper, we have introduced a suitable no-
tion of fuzzy homomorphism between hyperrings and
have studied the results and isomorphism theorems
which relate fuzzy homomorphisms between hyper-
rings, fuzzy congruences and fuzzy hyperideals.
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[1] R. Bělohlávek. Determinism and fuzzy automata. In-
formation Sciences, 143: 205–209,2002.

[2] M. Benado. Les ensembles partiellement ordonnés et
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Resumen

Una de las primeras formas de medir la pro-
babilidad de un suceso borroso fue propuesta
por Zadeh. A pesar de que desde entonces
han surgido muchas otras alternativas, dicha
definición sigue siendo considerada aún en la
actualidad en algunos ámbitos. Cuando la in-
tersección y la unión de dos conjuntos borro-
sos se define mediante la t-norma del mı́nimo
y su t-conorma dual, respectivamente, esta
medida es realmente una medida de probabi-
lidad según los axiomas de Kolmogorov. Ésta
fue la t-norma elegida inicialmente, pero evi-
dentemente cualquier otra podŕıa se conside-
rada dependiendo del contexto. En este tra-
bajo se plantea una caracterización de las t-
normas arquimedianas en función de su com-
patibilidad con dicho concepto de probabili-
dad.

Palabras Clave: probabilidad de Zadeh,
t-norma arquimediana, t-norma estricta, t-
norma nilpotente.

1 INTRODUCCIÓN

La falta de información asociada a todo experimento
puede ser de dos tipos bien diferenciados: incertidum-
bre o imprecisión. Hablamos de incertidumbre cuando
el espacio muestral está compuesto por una serie de al-
ternativas bien especificadas, pero no sabemos cuál de
ellas ha sido el resultado del experimento. Un ejemplo
t́ıpico de incertidumbre es el resultado del lanzamiento
de una moneda, conocemos con precisión las posibles
alternativas (cara o cruz), pero no sabemos cual de las
dos ocurrirá. La teoŕıa de la probabilidad se encarga
del estudio de este tipo de falta de información. Por

otro lado, hablamos de imprecisión cuando se sabe cuál
de las alternativas ha ocurrido, pero ésta no puede ser
descrita de forma precisa. Esto ocurriŕıa, siguiendo
con el ejemplo anterior, si vemos el resultado del lan-
zamiento de la moneda, pero ésta es muy antigua y
está demasiado gastada. En realidad sabemos el re-
sultado del experimento, pero no podemos describirlo
con precisión, podŕıamos decir que el resultado “pa-
rece ser cruz” o afirmaciones por el estilo. La teoŕıa
que se encarga del estudio de la imprecisión es la de
los conjuntos borrosos.

Aunque de naturaleza totalmente distinta, es posible
que ambas faltas de información estén presentes en un
mismo problema. Esto hace que la teoŕıa de la proba-
bilidad y la teoŕıa de los conjuntos borrosos puedan y
deban trabajar en conjunto en algunas ocasiones, con
el fin de poder manejar de forma unificada y cohe-
rente la imprecisión y la incertidumbre. Este hecho
ha sido puesto de manifiesto por muchos autores (ver,
por ejemplo, [5, 9, 10, 11, 15, 19, 20]) desde la in-
troducción del concepto de conjunto borroso en 1965
[18]. El primer intento de trabajar con ambas teoŕıas
de forma conjunta fue el de Loginov en 1966 [10]. Sin
embargo su idea inicial no era natural puesto que para
conjuntos borrosos no se verifica la ley del tercero ex-
cluido. El segundo intento fue el propuesto por Zadeh
en 1968 [19], basándose en el hecho de que la proba-
bilidad de un conjunto ńıtido puede ser vista como la
esperanza de su función caracteŕıstica y definiendo, a
partir de aqúı la probabilidad de un conjunto borroso.
Posteriormente muchas otras teoŕıas han contribuido
con nuevas formas de cuantificar la probabilidad de un
conjunto borroso, dando lugar a medidas de probabi-
lidad borrosas, medidas de posibilidad, etc. (ver por
ejemplo, entre otras muchas, [3, 14, 15, 16]). A pesar
de ello, el concepto de probabilidad de un conjunto
borroso introducido por Zadeh es aún utilizado en al-
gunas ocasiones (ver, por ejemplo, [1, 4, 6, 13, 16, 17]).

En [19], Zadeh consideró que la intersección de dos
conjuntos borrosos veńıa definida mediante la t-norma
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del mı́nimo y que la unión veńıa definida por su t-
conorma dual, es decir, por el máximo. Bajo estas
suposiciones, la medida introducida por Zadeh verifi-
caba los clásicos axiomas de Kolmogorov, con lo cual
era una medida de probabilidad en el sentido clásico.
No obstante, esta propiedad no se mantiene en general
para cualquier t-norma y su t-conorma dual asociada.
El objetivo de este trabajo es caracterizar todas las
t-normas arquimedianas de acuerdo con su compatibi-
lidad con dicha axiomática. Aśı, se realiza un estudio
general tanto para t-normas estrictas como nilpoten-
tes. De dicho estudio se obtendrá como consecuencia
inmediata la caracterización de los parámetros compa-
tibles para algunas de las familias de t-normas más ha-
bituales (Frank, Yager, Aczél-Alsina, Dombi, Sugeno-
Weber, Mayor-Torrens, Schweizer-Sklar y Hamacher).

Aśı, la organización de este trabajo queda como sigue.
Comenzaremos con una primera sección en la que se re-
cordarán los conceptos previos necesarios para la com-
presión del resto del manuscrito. Posteriormente, en la
Sección 3, se analizará el comportamiento respecto a
la axiomática de Kolmogorov de las t-normas estrictas
e idempotente. En la Sección 4 se realiza un plan-
teamiento análogo para las t-normas nilpotentes. La
aplicación de los estudios anteriores para algunas fa-
milias interesantes de t-normas se realiza en la Sección
5. Finalmente se termina el trabajo con una sección
de conclusiones y puntos abiertos.

2 CONCEPTOS BÁSICOS

En esta sección introduciremos algunos conceptos
básicos necesarios en el desarrollo del resto del tra-
bajo. Muchos de ellos son ampliamente conocidos, por
lo que nuestro objetivo no es sólo recordarlos al lector,
sino fijar la notación utilizada. Comenzaremos recor-
dando el concepto de probabilidad analizado en este
trabajo. En el análisis de dicho concepto será impres-
cindible tener en cuenta las diversas formas de definir
la unión y la intersección de dos conjuntos borrosos.
Puesto que dichas definiciones vienen dadas a través
de las t-conormas y las t-normas, respectivamente, un
repaso de dichos conceptos será también necesario.

Zadeh ([19]) cuantificó la probabilidad de un suceso
del tipo “el d́ıa está caliente”, “x es aproximada-
mente igual a 5”, “en las veinte tiradas de una mo-
neda hubo muchas más caras que cruces”, es decir,
de sucesos representados por conjuntos borrosos. Su
definición de probabilidad de un suceso borroso se ba-
saba en la idea de que en el caso clásico, la probabi-
lidad de un suceso medible A puede expresarse como
P (A) =

∫
A
dP =

∫
Ω
χA(w)dP (w) = E[χA], donde χA

representa la función caracteŕıstica de A, es decir,
χA(w) = 1 si w ∈ A y cero en otro caso. Aśı pues,

de forma análoga, definió la probabilidad de un suceso
borroso A con función de pertenencia medible, a través
de la integral de Lebesgue-Stieltjes:

P (A) =

∫

Ω

A(w)dP (w) = E[A],

donde Ω representa el referencial y A(w) el valor de la
función de pertenencia del punto w al conjunto A.

En este primer acercamiento al problema, consideró
el operador mı́nimo, que denotaremos por TM, para
definir la intersección y el operador máximo para la
unión, es decir,

A ∩B(w) = min(A(w), B(w))
A ∪B(w) = max(A(w), B(w))

}

, ∀w ∈ Ω.

Considerando estas operaciones demostró que su de-
finición de probabilidad sobre una TM-tribu de algún
espacio no vaćıo Ω era una medida de probabilidad en
el sentido clásico de Kolmogorov, es decir, que

Ax1) P (Ω) = 1.
Ax2) P (A) ≥ 0, para todo suceso A.
Ax3) P (A ∪B) = P (A) + P (B) para cualesquiera

A y B con A ∩B = ∅.

No obstante, las operaciones de intersección y unión
de conjuntos ńıtidos, admiten otras muchas extensio-
nes en el caso de conjuntos borrosos, que vienen dadas
a través de las t-normas y las t-conormas. Recorde-
mos que una t-norma T es una aplicación de [0, 1]2 en
[0, 1] con elemento neutro 1, conmutativa, asociativa
y no decreciente en ambas componentes. Aśı, en ge-
neral la intersección de dos conjuntos borrosos viene
definida por A∩B(w) = T (A(w), B(w)),∀w ∈ Ω, para
cualquier t-norma T fijada.

El primer operador utilizado por Zadeh, el mı́nimo,
es además el ejemplo más conocido de t-norma y será
denotado aqúı por TM. Otras t-normas clásicas son la
t-norma del producto TP, definida por TP(x, y) = x·y y
la t-norma de  Lukasiewicz TL, definida por TL(x, y) =
max(x + y − 1, 0).

Recordemos también que una t-conorma tiene exacta-
mente las mismas propiedades que una t-norma salvo
que el elemento neutro es en este caso el 0. Aśı, la
unión de dos conjuntos borrosos se define en general,
para cualquier t-conorma S, como sigue: A ∪B(w) =
S(A(w), B(w)),∀w ∈ Ω.

En este trabajo vamos a considerar que la intersección
viene definida por una t-norma cualquiera y la unión
por su t-conorma dual, es decir,

S(x, y) = 1− T (1− x, 1− y),∀(x, y) ∈ [0, 12.

Con este planteamiento vamos a ver como dada un t-
norma cualquiera, no siempre se verifica que P sea
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una medida de probabilidad sobre un T -tribu (T -
probabilidad). Recordemos que dada una t-norma T ,
una subclase T de las partes borrosas de Ω se dice que
es una T -tribu si [2, 7]: i) ∅ ∈ T ; ii) el complemen-
tario de todo conjunto de T está en T ; y para toda
sucesión (An)n∈IN en T , se tiene que ∩Tn∈INAn ∈ T .
En particular vamos a caracterizar el comportamiento
de algunas clases importantes de t-normas respecto a
la axiomática de Kolmogorov, o lo que es lo mismo,
analizar el comportamiento de la función P definida
por Zadeh para otras T -tribus distinta de la TM-tribu.
Para ello, debemos concluir esta sección de conceptos
previos con un análisis más detallado de dichas clases
de t-normas. Un estudio completo sobre t-normas y
t-conormas, en general, puede verse en [8].

Una forma de obtener nuevas t-normas a partir de una
dada es a partir de los automorfirmos. Un automor-
fismo (o [0, 1]-automorfismo si existiese ambigüedad)
es toda aplicación estrictamente creciente φ : [0, 1] →
[0, 1] tal que φ(0) = 0, φ(1) = 1. La inversa de
un automorfismo es también un automorfismo y aśı,
dada una t-norma, su φ-transformación Tφ definida
por Tφ(x, y) = φ−1(T (φ(x), φ(y))) es también una t-
norma. En general la φ-transformación da lugar a una
t-norma distinta de la inicial, aunque por ejemplo en el
caso de mı́nimo, de tiene que (TM)φ = TM, para todo
automorfismo φ.

En este trabajo nos ocuparemos en particular de
un tipo de t-normas que son φ-transformaciones
de las principales t-normas (mı́nimo, producto y
 Lukasiewicz). Todas ellas constituyen, como veremos,
dos clases particulares de t-normas continuas. Recor-
demos que una t-norma continua es aquella que es con-
tinua en cada componente y que esta propiedad se pre-
serva por φ-transformaciones.

Antes de pasar a definir tales clases de t-normas, nece-
sitamos recordar dos conceptos más: elemento idem-
potente y divisor de cero. Decimos que un valor x ∈
(0, 1) es un divisor de cero de una t-norma cualquier T
si existe otro valor y ∈ (0, 1) tal que T (x, y) = 0. Por
otro lado, decimos que un valor x ∈ [0, 1] es un ele-
mento idempotente de T si T (x, x) = x. Los valores
0 y 1 son pues elementos idempotentes para cualquier
t-norma.

En base a estos elementos podemos clasificar ciertas
familias de t-normas. Aśı:

• Una t-norma T es idempotente si todos los puntos
del intervalo (0, 1) son elementos idempotentes de
T .

• Una t-norma T es nilpotente si es continua y todo
los elementos del intervalo (0, 1) son divisores de
cero de T .

• Una t-norma T es estricta si es continua y estric-
tamente creciente en cada componente.

• Una t-norma T es arquimediana si T (x, x) <
x,∀x ∈ (0, 1).

Se tiene que la única t-norma idempotente es el
mı́nimo. Por otro lado, todas las t-normas nilpoten-
tes y estrictas con t-normas continuas arquimedianas
y también el rećıproco es cierto, es decir, toda t-norma
continua arquimediana es o bien nilpotente o bien es-
tricta. Ahora bien, una t-norma es estricta, respectiva-
mente nilpotente, si y sólo si es una φ-transformación
de la t-norma producto, respectivamente  Lukasiewicz.
Con lo cual tenemos caracterizadas todas la t-normas
continuas arquimedianas como transformaciones de la
t-norma producto o de la t-norma de  Lukasiewicz.

3 T-NORMAS ESTRICTAS Y
NILPOTENTES

La verificación o no de los axiomas de Kolmogorov por
parte del concepto de probabilidad radica en la verifi-
cación del tercer axioma. Al haber demostrado Zadeh
[19] que con la t-norma del mı́nimo este concepto ve-
rificaba los tres axiomas y no depender de la t-norma
elegida más que el tercero, en el que interviene la unión
y la intersección de dos conjuntos borrosos, la compro-
bación de la compatibilidad de un t-norma con dicha
axiomática se reduce a comprobar si verifica el tercer
axioma. Teniendo esto en cuenta y que una t-norma
estricta no tiene ningún divisor de cero, se puede de-
mostrar fácilmente el siguiente resultado.

PROPOSICIÓN 3.1 Dada una t-norma estricta T , un
referencial Ω y una T -tribu T de Ω. La aplicación
P : T −→ [0, 1] definida por

P (A) =

∫

Ω

A(w)dP (w) = E[A],

para todo A ∈ T con función de pertenencia medible es
una T -probabilidad, es decir, verifica los tres axiomas
de Kolmogorov con respecto a la t-norma T .

A pesar del buen comportamiento de las t-normas es-
trictas respecto a esta propiedad, no ocurre lo mismo
con las t-normas nilpotentes. Vamos a ver, por ejem-
plo, como la transformación a través del automorfismo
φ(x) = x2 de la t-norma de  Lukasiewicz no verifica el
tercer axioma de Kolmogorov.

EJEMPLO 3.2 Según acabamos de comentar en la
sección anterior, si consideramos φ(x) = x2, la t-
norma (TL)φ), que denotaremos por simplicidad por
TL2, es una t-norma nilpotente. Dado un referen-
cial unipuntual Ω = {w}, para el que evidentemente
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P (w) = 1 y los conjuntos borrosos A y B definidos
por A(w) = 0′5 y B(w) = 0′4, se tiene que

A ∩B(w) =
√

max{A(w)2 + B(w)2 − 1, 0} = 0,

con lo que A ∩B = ∅. Sin embargo,

A ∪B(w) = 1−
√

max{(0′5)2 + (0′6)2 − 1, 0} = 1,

con lo que P (A ∪B) = 1, pero

P (A)+P (B) =

∫

Ω

A(w)dP (w)+

∫

Ω

B(w)dP (w) = 0′9.

Según lo visto anteriormente no todas las t-normas nil-
potentes son compatibles con esta axiomática. De he-
cho, tal como vamos a demostrar, la única que es com-
patible es la de  Lukasiewicz. Para ello, necesitamos un
par de lemas previos. El primero será dado en gene-
ral para t-normas nilpotentes y es necesario establecer
algunos conceptos previos a su planteamiento. El se-
gundo será dado para el caso particular de t-normas
nilpotentes que verifican una determinada condición
de compatibilidad.

DEFINICIÓN 3.3 ([12]) Sea T una t-norma cual-
quiera.

• Para todo z ∈ [0, 1], se define el z-nivel de T ,
que denotaremos por L(T, z), como el conjunto
L(T, z) = {(x, y) ∈ [0, 1]2|T (x, y) = z}.

• Dados dos puntos p1 = (x1, y1), p2 = (x2, y2) de
[0, 1]2 decimos que son T -equivalentes, y lo deno-
tamos por p1 ≈T p2, si existe un z ∈ [0, 1] tal que
ambos puntos pertenecen al mismo z-nivel.

• Llamaremos soporte de T , y lo denotaremos por
supp(T ) a la unión de todos los z-niveles, para
todo z ∈ (0, 1].

• Dos rectángulos R y R′ en [0, 1]2, es decir, dos
conjuntos de la forma {x1, x2}×{y1, y2} ⊆ [0, 1]2

con x1 < x2 e y1 < y2, se dicen T -equivalentes si
sus vértices correspondientes son T -equivalentes.
Se dicen T -alineados si al menos tres de sus
vértices son T -equivalentes.

• Decimos que T satisface la condición de Reid-
meister si para cada par de rectángulos en el
soporte de T que están T -alineados son T -
equivalentes.

LEMA 3.4 ([12]) Toda t-norma nilpotente satisface la
condición de Reidmeister.

Si la t-norma es compatible con el tercer axioma de
Kolmogorov, hemos demostrado otros resultados par-
ticulares, que aparecen recogidos en el siguiente lema.

LEMA 3.5 Sea T una t-norma nilpotente verificando
la siguiente condición

T (x, y) = 0⇒ T (1− x, 1− y) = 1− x− y.

Entonces:

• El conjunto de los divisores de cero están incluido
en {(x, y) ∈ [0, 1]2|x + y ≤ 1}.

• sup{z in[0, 1]|T (z, z) = 0} = 1/2 si y sólo si T =
TL.

Como consecuencia de los Lemas 3.4 y 3.5 se puede
demostrar el siguiente resultado que caracteriza total-
mente el comportamiento de las t-normas nilpotentes
en el problema tratado en este trabajo.

TEOREMA 3.6 La única t-norma nilpotente que hace
que la probabilidad P verifique el tercer axioma de Kol-
mogorov es la de  Lukasiewicz.

Un resumen de los principales resultados presentados
en esta sección puede verse a continuación.

Familia Compatible

Idempotente (TM ) Śı

Estricta ((TP )φ) Para todo automorfismo φ

Nilpotente ((TL)φ) Si y sólo si φ = Id

4 FAMILIAS DE T-NORMAS

Vamos a utilizar los resultados de la sección anterior
para analizar el comportamiento de las t-normas conti-
nuas arquimedianas de algunas de las familias más co-
nocidas (para más detalles ver, por ejemplo, el caṕıtulo
4 de [8]). Por simplicidad, diremos que una t-norma
es compatible, cuando al considerarla para definir la
intersección, y su dual para definir la unión, de dos
conjuntos difusos, la probabilidad definida por Zadeh
sea una T -probabilidad. En cada caso, vamos además
a recordar la expresión que tienen las t-normas conti-
nuas arquimedianas de dicha familia.

Aśı, sea T una t-normas continua arquimediana,

• Si T es de la familia de Schweizer-Sklar, es decir,
si TSS

λ (x, y) viene definido por

– TP(x, y) si λ = 0,

– (max((xλ + yλ− 1), 0))1/λ si λ ∈ (−∞,∞)−
{0},

entonces TSS
λ es compatible para todo λ ∈

(−∞, 0] ∪ {1}.

• Si T es de la familia de Hamacher, es decir, si
TH
λ (x, y) viene definido por
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– 0 si λ = 0 y x = y = 0,

– xy
λ+(1−λ)(x+y−xy) en otro caso con λ ∈ [0,∞),

entonces TH
λ es siempre compatible.

• Si T es de la familia de Frank, es decir, si TF
λ (x, y)

viene definido por

– TP(x, y) si λ = 1,

– TL(x, y) si λ =∞,

– logλ

(
1 + (λx−1)(λy−1)

λ−1

)
si λ ∈ (0,∞)− {1},

entonces TF
λ es siempre compatible.

• Si T es de la familia de Yager, es decir, si TY
λ (x, y)

viene definido por

– max
(
1− ((1− x)λ + (1− y)λ)1/λ, 0

)
si λ ∈

(0,∞),

entonces sólo TY
1 es compatible.

• Si T es de la familia de Aczél-Alsina, es decir, si
TAA
λ (x, y) viene definido por

– e−((−logx)λ+(−logy)λ)1/λ si λ ∈ (0,∞),

entonces TAA
λ es siempre compatible.

• Si T es de la familia de Dombi, es decir, si
TD
λ (x, y) viene definido por

–
(

1 + (( 1−x
x )λ + ( 1−y

y )λ)1/λ
)−1

si λ ∈ (0,∞),

entonces TD
λ es siempre compatible.

• Si T es de la familia de Sugeno-Weber, es decir,
si TSW

λ (x, y) viene definido por

– TP(x, y) si λ =∞,

– max
(

x+y−1+λxy
1+λ , 0

)
si λ ∈ (−1,∞),

entonces sólo TSW
∞ y TSW

0 son compatibles.

• La única t-norma de la familia de Mayor-
Torrens que es continua y arquimediana es la de
 Lukasiewicz y por tanto, según el Teorema 3.6, es
compatible.

La información anterior se puede resumir en forma de
tabla, como sigue:

Familia
Idempotente

ó Arquim. cont.
Compatible

Schweizer-Sklar
λ ∈ [−∞,∞]

λ ∈ [−∞,∞)
λ ∈ [−∞, 0]

ó λ = 1
Hamacher
λ ∈ [0,∞]

λ ∈ [0,∞) λ ∈ [0,∞)

Frank
λ ∈ [0,∞]

λ ∈ [0,∞] λ ∈ [0,∞]

Yager
λ ∈ [0,∞]

λ ∈ (0,∞] λ ∈ {1,∞}

Aczél-Alsina
λ ∈ [0,∞]

λ ∈ (0,∞] λ ∈ (0,∞]

Dombi
λ ∈ [0,∞]

λ ∈ (0,∞] λ ∈ (0,∞]

Sugeno-Weber
λ ∈ [−1,∞]

λ ∈ (−1,∞] λ ∈ {0,∞}

Mayor-Torrens
λ ∈ [0, 1]

λ ∈ {0, 1} λ ∈ {0, 1}

5 CONCLUSIONES

En este trabajo hemos demostrado que dada una t-
norma cualquiera T , no siempre se verifica que P sea
una medida de probabilidad sobre una T -tribu (T -
probabilidad). En particular, vemos como esto es
cierto para las t-normas idempotentes y estrictas, pero
no aśı para las nilpotentes, para las que sólo es cierto
en el caso particular de la t-norma de  Lukasiewicz.
Dentro de las familias más relevantes y utilizando los
estudios anteriores, hemos demostrado para qué miem-
bros de las mismas se verifica la propiedad anterior y
para cuales no. Como consecuencia de esto, presenta-
mos una familia, la de Frank, cuya compatibilidad es
perfecta, es decir, en las que todos sus miembros sa-
tisfacen que P es una T -probabilidad. Algunas otras
de las familias analizadas son totalmente compatibles
para todos sus elementos continuos y arquimedianos o
idempotentes (el rango de definición del parámetro λ
en la segunda y la tercera columna coincide), pero no
para todos sus elementos (el rango de definición de λ
en la segunda columna es un subconjunto estricto del
considerado en la primera columna).

Como futuros trabajos, nos gustaŕıa completar el pre-
sente estudio con el análisis de todas las t-normas con-
tinuas, es decir, considerar también el caso de las su-
mas ordinales.
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Abstract

We consider two kinds of logics for approx-
imate reasoning: one is weaker than classi-
cal logic and the other is stronger. In the
first case, we are led by the principle that
from given premises we can jump to conclu-
sions which are only approximately (or pos-
sibly) correct. In the second case, which was
not considered so far, in contrast, we follow
the principle that conclusions must remain
(necessarily) correct even if the premises are
slightly changed. In this paper we recall the
definitions and characterizations of the first
logic, and we investigate the basic properties
of the second logic, as well as its soundness
and completeness with respect to Ruspini’s
semantics based on fuzzy similarity relations.

1 Introduction

In order to open up a topic for systematic investigation
in a formal way, we are required to fix a framework of
reference; we need to choose a model to which our con-
siderations refer. Roughly speaking, we often proceed
as follows. To discuss a topic means to discuss the
relative or absolute properties of a manifold of differ-
ent situations. To make the subject under considera-
tion precise a particular set of characteristic properties
needs to be selected. We are then led to a collection
of situations which vary with respect to certain prop-
erties and are identified otherwise. The properties are
in turn identified with the set of situations in which
they hold.

To reason in this framework we may use classical
propositional logic. In this logic we find what we need:
yes-no propositions modeled by subsets, and connec-
tives which are interpreted by set-theoretic operations
like meet, join, and complement. Furthermore, impli-
cation corresponds to set-theoretic inclusion.

When using classical propositional logic for practical
purposes the problem however might occur that differ-
ent properties might not always be delimitable from
each other in practice. This is in particular always
the case if the universe of discourse results from an
infinite process of stepwise refinement, in which case
it has a continuous character. In fact, often we work
in metric spaces like the reals. But then it might no
longer be convenient to model implicational relation-
ships as strict set-theoretic inclusion; the relation of
inclusion is sensitive to arbitrary small changes. This
is undesirable if bounds of propositions are given only
roughly.

A possible solution is to make the relationship between
properties and the pool of possible interpretations in
a model more flexible. We may require for instance
that inferences should not break down, but be tolerant,
with regard to small changes. In this paper, we develop
this idea in a specific way, continuing a series of earlier
works.

We will actually propose two different ways to pro-
ceed and in order to illustrate why we do so, consider
the following example, which is actually inappropriate
because it refers to first-order logic but might serve
for the illustrative purpose. Let a set of objects be
distinguished by their sizes. We may consider two dif-
ferent kinds of relations, ≤ meaning “smaller or equal
than” and < meaning “strictly smaller than”, in or-
der to infer information about one object, say Q, from
information about another one, say P . However, a
statement like a ≤ b, where a and b are the sizes of P
and Q, respectively, might be practically undecidable
if P and Q are similar. The principle of approximate
reasoning introduces tolerance in the following way:
letting a ≤ b still hold if a is slightly larger than b,
but endowing this statement with a truth-like degree
which is 1 if a ≤ b actually holds but decreases contin-
uously to 0 when a becomes larger than b. The case
of < is, in a sense, dual. Here we may require that a
is by a sufficient amount smaller than b so that we are
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able to make a clear statement. The principle of strong
reasoning says that a statement must be tolerant, that
is, remain valid, under small changes. It is assigned a
truth degree as well, which is 1 if there is no tolerance,
and the smaller the greater the tolerance is.

Logics of approximate reasoning have been studied
quite intensively. The initial approach is due to Rus-
pini [6]. Approaches in a logical style have been de-
veloped in several papers of three of the authors and
others [2, 3, 5, 4]. The most flexible approach is pro-
vided by multi-modal logics [3]. Here, the universe of
discourse W is a similarity space and a modal operator
3α is added to the language of classical propositional
logic (CPL) for each α from a fixed set C of truth
degrees. 3α is interpreted by the α-neighborhoods
Uα in W . Then the implication “from ϕ it follows
ψ to the degree α” holds according to the principles
of approximate reasoning if [ϕ] ⊆ Uα([ψ]) where [ϕ]
and [ψ] are the sets of interpretations satisfying ϕ
and ψ respectively. In a similar way, this implication
holds according to the principles of strong reasoning if
Uα([ϕ]) ⊆ [ψ].

We see in particular that both our above concerns can
be fulfilled in the multi-modal approach. Here however
we first consider what is called the logic of approximate
entailment, LAE, developed in [5]. This logic consid-
ers graded implications like ϕ >α ψ, which correspond
to inclusions [ϕ] ⊆ Uα([ψ]) when interpreted in the
above logic. Furthermore, in complete analogy we de-
velop the logic of strong entailment, denoted LSE. This
logic deals with graded implications ϕ �α ψ,which cor-
respond to inclusions Uα([ϕ]) ⊆ [ψ].

This paper is organized as follows. Section 2 con-
tains necessary background on fuzzy similarity mea-
sures and their associated implication and consistency
measures proposed by Ruspini [6]. In Section 3 we
describe the approximate and strong similarity-based
entailments and show their basic properties. In Section
4 we recall the logic LAE of approximate entailment,
providing its syntax and semantics. Finally, in Section
6, we introduce a new logic for the strong entailment
LSE and we propose an axiomatization. We finish with
some remarks about future work.

2 Preliminaries: fuzzy similarity
relations and Ruspini’s measures

Let us consider a propositional language L built up
from a finite set of propositional variables p1, . . . pn
and the constants > and ⊥ by means of the binary
operators ∧,∨ and the unary operator ¬. Propositions
will be denoted by greek letters ϕ, ψ, . . .. The set
of propositions will be denoted by P and the set of

classical interpretations of P will be denoted by Ω,
we will also call them possible worlds. We will use
the expressions w |= ϕ and ϕ |= ψ to respectively
denote that w satisfies ϕ (or that ω is a model ϕ)
and that ψ is a logical consequence of ϕ in classical
propositional logic. We will also denote by [ϕ] the
subset of interpretations of Ω that satisfy ϕ, i.e. [ϕ] =
{ω ∈ Ω | ω |= ϕ}.

Following Ruspini [6], the starting point of our frame-
work is to assume that a possible world or state of
a system may resemble more to some worlds than to
another ones, and this basic fact may help us to evalu-
ate to what extent a partial description (a proposition)
may be close or similar to some other. This is modelled
by assuming a fuzzy binary relation S : Ω×Ω→ [0, 1]
on the set Ω of classical interpretations of P capturing
a suitable notion of similarity is given. Usual proper-
ties that are considered in the literature for such fuzzy
binary relations are:

Reflexivity: S(u, u) = 1 for all u ∈ Ω
Separability: S(u, v) = 1 iff u = v

Symmetry: S(u, v) = S(v, u), for all u, v ∈ Ω
⊗-Transivity: S(u, v) ⊗ S(v, w) ≤ S(u,w), for
all u, v, w ∈ Ω

where ⊗ is a t-norm. The reflexivity property estab-
lishes that the similarity degree of any world with
itself has the highest value. Separability is a bit
stronger since it forbids to have S(u, v) = 1 for u 6= v.
Symmetry has a clear meaning, and ⊗-Transitivity
is a relaxed form of transitivity since it establishes
S(u, v) ⊗ S(v, w) as a lower bound for S(u,w). Note
that S(u, v) = S(v, w) = 1 implies S(u,w) = 1. Re-
flexive and symmetric fuzzy relations are often called
closeness or proximity relations, while those further
satisfying ⊗-transitivity are usually called ⊗-transitive
similarity relations or ⊗-indistinguishability operators.
In this paper we will use the term ⊗-similarity rela-
tions to refer to these class of relations, and some-
times we will also require them to be separable. Note
that Zadeh called simply similarity relations to min-
transitive similarity relations in the previous sense.

Dually, one can think of 1 − S as a kind of metric on
worlds, indeed, when ⊗ is  Lukasiewicz t-norm and S is
a separating ⊗-transitive similarity relation, then 1−S
is a metric, c.f. [7].

When trying to extend the similarity on worlds to
propositions, Ruspini defined in [6] the following two
measures

IS(ϕ | ψ) = inf
ω|=ψ

sup
ω′|=ϕ

S(ω, ω′)

CS(ϕ | ψ) = sup
ω|=ψ

sup
ω′|=ϕ

S(ω, ω′)

ESTYLF 2010, Huelva, 3 a 5 de febrero de 2010

188 XV Congreso Español Sobre Tecnologías y Lógica Fuzzy



which are the lower and upper bounds respectively of
the resemblance or proximity degree between ϕ and
ψ. Indeed, IS is an implication (i.e. inclusion-like)
measure, while CS is a consistency (i.e. intersection-
like) measure and thus it is symmetric.

The value of IS(ϕ | ψ) provides the measure to what
extent ϕ is close to be true given ψ for granted and
the similarity between worlds represented by S. In
particular, when S is separating and the set of worlds
is finite then, IS(ϕ | ψ) = 1 iff ψ |= ϕ. Moreover, if S
is ⊗-transitive then IS is ⊗-transitive as well [6], i. e.
the inequality

IS(χ | ϕ)⊗ IS(ϕ | ψ) ≤ IS(χ | ψ)

holds for any propositions ϕ, ψ and χ, capturing a
form of generalised modus ponens.

On the other hand, the value of CS(ϕ | ψ) provides the
measure of what extent ϕ can be considered compat-
ible with the available knowledge ψ. In particular, in
the finite case and with S satisfying separation prop-
erty, CS(ϕ | ψ) = 1 iff ψ 6|= ¬ϕ. Observe that, when
the propositional language is finitely generated and ψ
is equivalent to a maximal consistent set of proposi-
tions, both measures coincide because there is a unique
world w such that w |= ψ. In addition, it is easy to
show that, given a fixed χ, the measure CS(· | χ) is
a possibility measure [2] since the following identities
hold true:

1. CS(> | χ) = 1
2. CS(⊥ | χ) = 0
3. CS(ϕ ∨ ψ | χ) = max(CS(ϕ | χ), CS(ψ | χ)).

By duality, one can define the following similarity-
based measure NS as follows:

NS(ψ | ϕ) = 1−CS(¬ψ | ϕ) = inf
w|=¬ψ

inf
w′|=ϕ

1−S(w,w′).

The following are relevant properties of NS measures
which will be used in the next section and which can
be easily verified:

1. NS(· | ϕ) is a necessity measure for each p such
that ϕ 6|= ⊥, i.e.
- NS(> | ϕ) = 1
- NS(⊥ | ϕ) = 0
- NS(ψ ∧ χ | ϕ) = min(NS(ψ | ϕ), NS(χ | ϕ))

2. NS(ψ | ϕ ∨ χ) = min(NS(ψ | ϕ), NS(ψ | χ))
3. NS(ψ | ϕ) = NS(¬ϕ | ¬ψ)
4. if ϕ |= ψ then NS(ϕ | χ) ≤ NS(ψ | χ) and
NS(χ | ψ) ≤ NS(χ | ϕ)

5. if NS(ψ | ϕ) > 0 then ϕ |= ψ

3 Approximate and strong entailment
relations

Given a ⊗-similarity relation on Ω, in this section
we will first recall from [5] a corresponding family of
graded approximate entailment relations |=α

S and then
we will introduce a family of strong entailment rela-
tions |≈αS , both indexed by values α ∈ [0, 1], and
being respectively weaker and stronger notions than
the classical logical entailment |=.

A (graded) approximate satisfaction relation |=α
S ⊂

Ω× P, for each α ∈ [0, 1] by

ω |=α
S ϕ iff there exists a model ω′ of ϕ

which is α-similar to ω, i. e. S(ω, ω′) ≥ α

The approximate satisfaction relation can be extended
in the natural way over to an approximate entailment
relation |=α

S ⊆ P×P: a proposition ϕ entails a propo-
sition ψ at degree α, written ϕ |=α ψ, if each model of
ϕ is an approximate model of ψ at level α, that is,

ϕ |=α
S ψ iff w |=α

S ψ for all model w of ϕ

It is easy to check that ϕ |=α
S ψ holds iff any of the

following equivalent conditions hold:

• IS(ψ | ϕ) ≥ α
• [ϕ] ⊆ Uα([ψ])

where Uα([ψ]) ⊆ Ω is the neighborhood of radius α of
the set of models of ψ, that is, Uα([ψ]) = {w ∈ Ω |
there exists w′ s.t. w′ |= ψ and S(w′, w) ≥ α}.

The characterizing properties of this graded entail-
ment relation are (the reader is referred to [3] for
further details):

(1) Nestedness:
if ϕ |=α

S ψ and β ≤ α then ϕ |=β
S ψ;

(2) ⊗-Transitivity:
if ϕ |=α

S χ and χ |=β
S ψ then ϕ |=α⊗β

S ψ;
(3) Reflexivity: ϕ |=1

S ϕ;
(4) Right weakening:

if ϕ |=α
S ψ and ψ |= χ then ϕ |=α

S χ;
(5) Left strengthening:

if ϕ |= χ and χ |=α
S ψ then ϕ |=α

S ψ;
(6) Left OR:

ϕ ∨ χ |=α
S ψ iff ϕ |=α

S ψ and χ |=α
S ψ;

(7) Right OR:
if χ has a single model,
χ |=α

S ϕ ∨ ψ iff χ |=α
S ϕ or χ |=α

S ψ.

Now we are interested in another kind of graded en-
tailment, a strong entailment, which is in a sense dual
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to the above approximate entailment. We define a
(graded) satisfaction relation |≈αS ⊆ Ω × P, for each
α ∈ [0, 1] by

ω |≈αS ϕ iff ω′ |= ϕ for each ω′ s.t. S(ω, ω′) ≥ α

that is, if any model w′ in the neighborhood (of radius
α) of w is a model of ϕ. If ω |≈αS ϕ we say that w is an
strong model (at level α) of ϕ. The natural correspond-
ing entailment relation comes defined in the following
way: a proposition ϕ strongly entails a proposition ψ
at degree α, written ϕ |≈αS ψ, if each approximate
model of ϕ at level α is a model of ψ that is,

ϕ |≈αS ψ iff, for all w, w |=α
S ϕ implies w |= ψ

An equivalent definition, making use of the neighbor-
hoods, would simply be

ϕ |≈αS ψ iff Uα([ϕ]) ⊆ [ψ]

Moreover, in a similar way the approximate entailment
was linked to the implication measure IS , this strong
graded entailment is related to the consistency mea-
sure CS , or equivalently, to the necessity measure NS .
Indeed, the following proposition relate in a precise
way the strong entailment |≈αS and the NS measure.

Proposition 1 Assume the language is finitely gen-
erated and let α > 0. Then ϕ |≈αS ψ iff NS(ψ | ϕ) >
1− α.

Proof: →) If ϕ |≈αS ψ, it means that if w′ is such
that S(w,w′) ≥ α for some w |= ϕ, then w′ |= ψ.
Therefore, if w′ 6|= ψ then S(w,w′) < α for all w |=
ϕ, i.e. maxw|=ϕ S(w,w′) < α for all w′ |= ¬ψ, i.e.
maxw′|=¬ψ maxw|=ϕ S(w,w′) < α, i.e. C(¬ψ | ϕ) < α.

←) NS(ψ | ϕ) > 1−α amounts to C(¬ψ | ϕ) < α, i.e.
for all w 6|= ψ and for all w′ |= ϕ we have S(w,w′) < α.
So, if w |= ϕ is such that S(w,w′) ≥ α for some other
world w′ it must necessarily be w′ |= ψ, hence ϕ |≈αS ψ.
2

Main properties of this strong graded entailment
relation induced by a ⊗-similarity measure S are:

(1) Nestedness:
if ϕ |≈αS ψ and β ≥ α then ϕ |≈βS ψ;

(2) ϕ |≈0
S ψ iff either |= ¬ϕ or |= ψ

(3) ϕ |≈1
S ψ iff ϕ |= ψ

(4) min-Transitivity:
if ϕ |≈αS ψ and ψ |≈βS χ then ϕ |≈min(α,β)

S χ;
(5) Left OR:

ϕ ∨ χ |≈αS ψ iff ϕ |≈αS ψ and χ |≈αS ψ;
(6) Right AND:

χ |≈αS ϕ ∧ ψ iff χ |≈αS ϕ and χ |≈αS ψ.

(7) Contraposition:
If ϕ |≈αS ψ then ¬ψ |≈αS ¬ϕ

(8) Restricted ⊗-Transitivity:
If ϕ,ψ, χ have a single model then
if ϕ |≈α⊗βS ¬ψ then either ϕ |≈αS ¬χ or χ |≈βS ¬ψ

Two interesting derived properties from (3) and
(4) are:

Right weakening:
if ϕ |≈αS ψ and ψ |= χ then ϕ |≈αS χ;
Left strengthening:
if ϕ |= χ and χ |≈αS ψ then ϕ |≈αS ψ;

Indeed one can show that these properties characterize
these graded strong entailments, but the proof is not
included for space reasons.

4 A logic of approximate entailment

In [5], it has been developed a graded conditional logic
approach, that we will call LAE, to encode in the lan-
guage syntactical objects representing approximate en-
tailments ϕ |=α

S ψ. To do so, binary (graded) modal
operators are introduced (under some restrictions, e. g.
nested modal formulas are not allowed, and the lan-
guage is finitely generated) and appropriate semantics
in terms of similarity Kripke structures are given.

Through the rest of the paper, let us fix a countable
set C ⊂ [0, 1] of similarity degrees; we require that C
contains 0 and 1 and that for any non-zero α ∈ C
there is a largest β < α in C. Furthermore, let us fix
an operation ⊗ : C × C → C which is commutative,
associative, in both arguments isotone, and has 1 as
its neutral element.

The propositional language of LAE results from ex-
tending the propositional language P introduced in
Section 2 with a family {>α}α∈C of binary operators.
Conditional formulas are built as follows:

- If ϕ ∈ P then ϕ is also a conditional formula.

- If ϕ,ψ ∈ P then, for every α ∈ C, ϕ >α ψ is an
atomic conditional formula.

- If ϕ and ψ are conditional formulas then ¬ϕ and
ϕ→ ψ are conditional formulas

Note that in this language, nested conditional formulas
are not allowed.

Semantics are specified by ⊗-similarity Kripke mod-
els M = (W,S, e), where W ia s set of worlds, S :
W ×W → C is a ⊗-similarity on W and e : W ×P →
{0, 1} is such that e(w, ·) is a usual Boolean interpre-
tation of propositions of P, with the extra condition
that e(w, ·) 6= e(w′, ·) when w 6= w′. Then we define
the satisfaction relation by stipulating (M, ω) |= ϕ if
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e(w,ϕ) = 1 for ϕ ∈ P, and is extended to atomic
conditional formulas by defining

(M, ω) |= ϕ >α ψ if [ϕ] ⊆ Uα([ψ]) ,

or equivalently, if IS(ψ | ϕ) ≥ α, where
now Uα refers to neighborhoods in W (i.e.
[ψ] = {w ∈ W | e(w,ϕ) = 1}). The rest of the
conditions for compound conditional formulas are the
usual ones. Note that the notion of satisfiability for
>α is independent of any particular world, i. e. it is
a global notion. The condition of satisfiability makes
clear that in the object language ϕ >α ψ represents
lower bounds of IS(ψ | ϕ).

The axioms and rules of LAE are those of Classical
Propositional logic (CPL) plus the following ones,
where α and β represent any values of C: 1

(N) ϕ >α ψ → ϕ >β ψ if β ≤ α
(CS) ϕ >1 ψ → (ϕ→ ψ)
(EX) ϕ >0 ψ

(B) χ >α χ
′ → χ′ >α χ, if χ and χ′ are m.e.c.’s

(4) (ϕ >α ψ) ∧ (ψ >β χ)→ ϕ >α⊗β χ

(LO) (ϕ ∨ ψ >α χ) ↔ (ϕ >α χ) ∧ (ψ >α χ)
(RO) (χ >α ϕ ∨ ψ) ↔ (χ >α ϕ) ∨ (χ >α ψ),

if χ is a m.e.c.

and the following inference rule:

(RK) From ϕ→ ψ infer ϕ >1 ψ

In [5], the author proves, among other results, that
LAE is complete with respect to the class of similarity
models (W,S) where S is a separating ⊗-similarity,
when C is finite. Moreover, if the axiom (CS) is
dropped, then one gets completeness w.r.t. similarity
models where the similarity relation is not necessarily
separating.

Notice that a very related approach using metrics in-
stead of similarities has been proposed in [8].

5 Logic of strong entailment

Let us define the logic LSE in a similar way, but not
exactly, as we did for the logic LAE. Formulas of LSE
are built from propositions of P by introducing new
graded implications which are a triples consisting of
two propositions ϕ,ψ ∈ P and a value α ∈ C, denoted

ϕ �α ψ.
1In these axioms we use m.e.c. to denote a maximal

elementary conjunction, that is, a conjunction where each
propositional variable appears either in positive or nega-
tive form (remember that we are assuming a finite set of
propositional variables).

A statement of LSE is built up from graded implica-
tions of LSE by means of the binary operators ∧,∨ and
the unary operator ¬. The additional operator → will
be used as an abbreviation for ¬ · ∨·.

Semantics for LSE are given by Kripke models M =
(W,S, e), where W is a set of worlds, e : W × P →
{0, 1} is such that, for all w ∈W , e(w, ·) is a Boolean
interpretation of propositional formulas of P, and S :
W ×W → C is a separating symmetric fuzzy relation
over possible worlds valued on C. The satisfaction of a
graded implication ϕ �α ψ in a model M = (W,S, e),
is defined as

M |= ϕ �α ψ if Uα([ϕ]) ⊆ [ψ] ,

where again Uα([ϕ]) = {w ∈ W | S(w′, w) ≥
α for some w′ ∈ W s.t. e(w′, ϕ) = 1}. According
to Proposition 1, when α > 0, M |= ϕ �α ψ iff
NS(ψ | ϕ) > 1 − α. The satisfaction of statements
is defined classically from the satisfaction of graded
implications.

Finally, a theory of LSE is a finite set of statements of
LSE. We say that a theory T semantically entails a
statement Φ, written T |=LSE Φ, if Φ is satisfied by
any model satisfying every element of T .

We shall axiomatise the logic LSE in the following way.

Definition 1 The following graded implications are
axioms of LSE for any ϕ,ψ, χ ∈ P and α, β ∈ C:

(A1) ⊥ �0 ϕ

(A2) ϕ �1 ψ where ϕ,ψ are such that ϕ → ψ is a
tautology of CPL

(A3) ϕ �0 >
(A4) (ϕ �α ψ) ∧ (ϕ �α χ)→ (ϕ �α ψ ∧ χ)
(A5) (ϕ �α χ) ∧ (ψ �α χ)→ (ϕ ∨ ψ �α χ)
(A6) (ϕ �α ψ)→ (¬ψ �α ¬ϕ)
(A7) (ϕ �β ψ) ∧ (ψ �α χ)→ (ϕ �min(β,α) χ)
(A8) (ϕ �β ψ)→ (ϕ �α ψ) where α ≥ β
(A9) (ϕ �0 ψ)→ (ϕ �1 ⊥) ∨ (> �1 ψ)

In addition, given a tautology of CPL, the statement
resulting from a uniform replacement of the atoms by
graded implications of LSE is an axiom. Moreover, the
following is a rule of LSE for any statements Φ,Ψ:

(MP) from Φ and Φ→ Ψ derive Ψ

A proof of a statement Φ from a theory T is defined
as usual. If it exists, we write T `LSE Φ.

Theorem 1 (Completeness) Let T be a consistent
theory of LSE, and let Φ be a statement. Then T `LSE

Φ if and only if T |=LSE Φ.
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Proof: The “only if” part is evident. As for the “if”
part, notice first that it is easy to check that T `LSE Φ
iff T ∪AX∗ proves Φ just using the axioms and rules of
classical propositional logic (using graded implications
as propositional variables), written AX∗ ∪ T `CPL Φ,
where AX∗ is the set of instances of the LSE axioms.

Assume that T 6`LSE Φ. Then, there is a {0, 1}-
evaluation which is a model of AX∗ ∪ T and v(Φ) =
0. We are going to define a similarity-Kripke model
M = (W,S, e) such that M is a model of T but not of
Φ. We take W = Ω, the set of propositional models of
P and we define S : Ω× Ω→ [0, 1] as

S(w,w′) = max{t ∈ C | v(w �t ¬w′) = 0}

where, for each w ∈ Ω, w denotes the proposition
whose only model is w. Actually, w always exists since
we are assuming that the propositional language P is
generated by a finite set of variables. For each ϕ ∈ P,
define [ϕ] = {w ∈ Ω | w |= ϕ}.

Claim 1: Let t > 0. Then, v(ϕ �t ψ) = 1 iff for all
w,w′ ∈W if w |= ϕ and w′ |= ¬ψ then S(w,w′) < t.

Proof: Since ϕ and ψ are logically equivalent to∨
w|=ϕ w and to

∧
w′|=¬ψ ¬w′ and v satisfies all the ax-

iom instances in AX∗, we have that v(ϕ �t ψ) = 1 iff
v(

∨
w|=ϕ w �t

∧
w′|=¬ψ ¬w′) = 1 iff v(w �t ¬w′) = 1

for all w,w′ ∈W such that w |= ϕ and w′ |= ¬ψ. But
according to the definition of S above, v(w �t ¬w′) =
1 iff S(w,w′) < t. 2

Claim 2: v(ϕ �t ψ) = 1 iff Ut([ϕ]) ⊆ [ψ], where Ut is
defined w.r.t. S.

Proof: Assume t > 0. Then, by Claim 1, v(ϕ �t ψ) =
1 iff for all w,w′ ∈ W if w |= ϕ and w′ |= ¬ψ then
S(w,w′) < t, which is equivalent to the condition that
for all w,w′ ∈ W if w |= ϕ and S(w,w′) ≥ t then
w′ |= ψ, that is, Ut([ϕ]) ⊆ [ψ].

If t = 0, by axiom (A9), v(ϕ �0 ψ) = 1 iff either
v(ϕ �1 ⊥) = 1 or v(> �1 ψ) = 1, that is, iff either
[ϕ] = U1([ϕ]) = ∅ or Ω = U1([>]) ⊆ [ψ]. So, noticing
that U0(∅) = ∅, we have that in both cases U0([ϕ]) ⊆
[ψ]. Conversely, if U0([ϕ]) ⊆ [ψ] and [ϕ] 6= ∅, then
Ω = U0([ϕ]) ⊆ [ψ]. 2

Finally, define M = (Ω, S, e) where e is defined as
e(w,ϕ) = 1 if w |= ϕ, e(w,ϕ) = 0 otherwise, for each
ϕ ∈ P, and the satisfaction condition for graded im-
plications in M as expected:

M |= ϕ �t ψ iff Ut([ϕ]) ⊆ [ψ] iff v(ϕ �t ψ) = 1

Therefore, from Claim 2, it is clear that M |= Ψ for
all Ψ ∈ T but M 6|= Φ, hence T 6|=LSE Φ. 2

6 Conclusions and future work

In this paper we have been concerned with two no-
tions of graded similarity-based entailment arising in
the framework of practical reasoning when looking for
robust inferences in the presence of small variations
either in the premise or in the conclusion2. The main
contribution of the paper is the study and axiomati-
zation of the so-called logic of strong entailment LSE,
which incorporates at the object level constructs as
ϕ �α ψ capturing the notion that ψ is a strong conse-
quence (at degree α) of ϕ. We have shown soundness
and completeness results for special kinds of deriva-
tions in such a logic but a lot of work remains to be
done to fully exploit this logical framework.
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[5] R. O. Rodŕıguez. Aspectos formales en el Razon-
amiento basado en Relaciones de Similitud Borrosas,
Ph. D. Thesis, Technical University of Catalonia, 2002.

[6] E. Ruspini. On the semantics of fuzzy logic. Interna-
tional Journal of Approximate Reasoning, 5:45–88, 1991.

[7] E. Trillas and L. Valverde. An inquiry into indistin-
guishability operators. In H.J. Skala et al. (Eds.), As-
pects of Vagueness. Reidel, Dordrecht Boston, 231-256,
1984.

[8] T. Vetterlein, K.-P. Adlassnig. T-norm-based fuzzy log-
ics and logics for reasoning under vagueness. Proc. of
IFSA-EUSFLAT 2009, pp. 1085-1090.

2Analogous notions of approximate and strong entail-
ments correspond in the field of mathematical morphology
to the so-called dilation and erosion operators, see e.g. [1].

ESTYLF 2010, Huelva, 3 a 5 de febrero de 2010

192 XV Congreso Español Sobre Tecnologías y Lógica Fuzzy



 

CONSULTAS CON COMPARADORES DIFUSOS EN ALGORITMOS DE MINERÍA 
DE DATOS: EN SQL SERVER 2008 * 

 
Angélica Urrutia1,  Claudio Gutiérrez-Soto2   y  Juan Méndez1   

 

1Universidad Católica del Maule, aurrutia@ucm.cl. 
2Universidad del Bío-Bío, cogutier@ubiobio.cl 

 
 

 
Resumen 

 
En este artículo se presenta una extensión de 
algoritmos de Minería de Datos existentes en 
SQL Server 2008, utilizando comparadores 
difusos de posibilidad que permitirán al usuario 
final contar una herramienta la cual aporta 
información útil, oportuna; así como también 
conocimiento de las variables que influyen de 
manera directa en los indicadores de gestión. 
Los aportes principales de este trabajo son; en 
primer lugar el análisis de los algoritmos que 
pueden ser extendidos utilizando comparadores 
difusos, segundo un conjunto de pasos y la 
aplicación de la propuesta en un caso real.  
 

Palabras claves: Minería de datos, Comparadores 
difusos, Consultas complejas con algoritmos de Minería 
de Datos. 
 
 
1. INTRODUCCIÓN 

 
Nuestra propuesta considera una implementación que 
utiliza un caso de estudio, que extienden las consultas 
clásicas a comparadores difusos de posibilidad utilizando 
la lógica difusa, de tal forma de prestar un mejor servicio 
de información al usuario final que requiere análisis de 
datos e indicadores de gestión. Las consultas se ejecutan 
sobre la implementación de los algoritmos Árboles de 
decisión, Bayes Naive, y Clústeres de Minería de Datos  
(MD), los cuales están incluidos en SQL Server 2008. 
 
Algunos artículos analizados muestran como la lógica 
difusa se ha utilizado para extender las Bases de Datos 
Relacionales (BDR) a Bases de Datos Relacionales 
Difusas (BDRD) [6]. Una propuesta de los comparadores 
difusos aplicados al resultado de datos obtenidos por un 
clústeres de Minería de Datos sobre un caso del área de 
turismo se encuentra en [1], aquí los autores extienden el 
FSQL de [4] para utilizarlo en consulta difusas 
potenciando los resultados de los datos obtenidos por un  

Clúster. Otras extensiones de conjuntos difusos aplicados 
a casos de Minería de Datos se encuentran en  [2].    
 
Por otro lado, la teoría de conjuntos difusos parte de la 
teoría clásica de conjuntos, añadiendo una función de 
pertenencia al conjunto a través de un número real entre 0 
y 1 [6, 8]. Así, se introduce el concepto de conjunto o 
subconjunto difuso asociado a un determinado valor 
lingüístico, definido por una palabra, adjetivo o etiqueta 
lingüística A. Para cada conjunto o subconjunto difuso se 
define una función de pertenencia o inclusión μA (u), 
donde se define un conjunto difuso A sobre un universo de 
discurso U (dominio ordenado) y es un conjunto de pares 
dado por: A = {μA (u) /u :  u ∈ U, μA (u) ∈ [0,1]}, Donde, 
μ es la llamada función de pertenencia y μA (u) es el grado 
de pertenencia del elemento u al conjunto difuso A. Este 
grado oscila entre los extremos 0 y 1, considerando que μA 
(u) = 0, indica que u no pertenece en absoluto al conjunto 
difuso A y que μA (u) = 1, indica que u pertenece 
totalmente al conjunto difuso A. El mismo concepto se 
aplica a los comparadores de necesidad y posibilidad 
expuestos en [3, 4, 6]. 
 
Considerando lo anteriormente expuesto, presentamos en 
los siguientes apartados la propuesta de una arquitectura 
para procesos de Minería de Datos y consultas con 
comparadores clásicos y difusos, además de analizar el 
resultado diferentes escenarios con los algoritmos de 
Minería de Datos que más se ajusten al problema. La 
implementación de las consultas tiene el objetivo de 
proponer una extensión de comparadores, siempre y 
cuando los resultados entregados por el algoritmo lo 
permitan. Finalmente se analizan ambos resultados de las 
consulta y se analizan sus ventajas. 

 
2.  COMPARADORES CLÁSICOS Y 

DIFUSOS 
 
Los operadores de comparación clásicos son; igual, mayor 
que, menor que, mayor o igual que, menor o igual que y 
distinto, los cuales se pueden utilizar tanto para comparar 
números como para comparar textos y fechas. 

* Los resultados mostrados en este trabajo son financiados por proyecto interno 2009-2010 de la UCM. 
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Una extensión de los comparadores clásicos son los 
comparadores difusos los que han sido definidos como 
Comparadores Difuso Generalizado del modelo GEFRED 
[4]. Aquí se define un tipo de comparador general basado 
en comparador clásico existente (=, >, <...), el único 
requisito que se establece es que el Comparador Difuso 
debe respetar los resultados de los comparadores clásicos 
cuando se comparan distribuciones de posibilidad que 
expresan valores crisp.  
 
También, en [4] se proponen otros comparadores (Mayor 
difuso, Mayor ó Igual difuso, Mucho mayor difuso) en su 
versión de posibilidad y necesidad (ver Tabla 1), así como 
la comparación de distribuciones de posibilidad sobre 
dominios subyacentes no ordenados. Cabe destacar que al 
igual que en SQL, los comparadores difusos son 
implementados en un servidor FSQL que se presentan en 
[3,4,6] y pueden comparar una columna (o atributo) con 
una constante o dos columnas del mismo tipo. Los 
comparadores de necesidad son más restrictivos que los de 
posibilidad, por lo que su grado de cumplimiento es 
siempre menor que el grado de cumplimiento obtenido por 
su correspondiente comparador de posibilidad.  

 

 
Tabla 1: Comparadores difusos. 

Comparador 
Difuso Significado 

FEQ, NFEQ Posiblemente, Necesariamente Igual 
FGT, NFGT Posiblemente, Necesariamente Mayor que 

FGEQ, NFGEQ Posiblemente, Necesariamente Mayor o Igual 
que 

FLT, NFLT Posiblemente, Necesariamente Menor que 

FLEQ, NFLEQ Posiblemente, Necesariamente Menor o Igual 
que 

MGT, NMGT Posiblemente, Necesariamente Mucho Mayor 
que 

MLT, NMLT Posiblemente, Necesariamente Mucho Menor 
que 

 
En general, los comparadores de necesidad exigen que la 
condición sea satisfecha con cierto grado, de necesidad 
aunque no sea completamente, mientras los comparadores 
de posibilidad miden en qué posibilidad de medida (o 
grado) es posible que la condición se cumpla. 
 
3. COMPARADORES DIFUSOS Y SU 

IMPLEMENTACIÓN 
 
Este apartado tiene por objetivo presentar la 
implementación de los comparadores difusos que fueron 
necesarios para el desarrollo de esta investigación. La 
implementación de cada comparador difuso está 
programada en código SQL para SQL Server 2008. Los 
comparadores difusos de posibilidad implementados son 
los que muestra la Tabla 1. Al igual que en [4] la sigla de 

cada comparador es implementado de la siguiente forma: 
FEQ posiblemente igual (Fuzzy EQual), FGT 
posiblemente mayor que (Fuzzy Greater Than), FGEQ 
posiblemente mayor o igual (Fuzzy Greater EQual), FLT 
posiblemente menor que (Fuzzy Less Than), FLEQ 
posiblemente menor o igual (Fuzzy Less EQual), MGT 
Posiblemente mucho mayor (Much Greater Than) y MLT 
Posiblemente mucho menor (Much Less Than). A modo 
de ejemplo, en este trabajo sólo se presenta el comparador 
FLEQ, el resto de los comparadores se encuentran en [5]. 
 
Consideremos que, este grado se utiliza para obtener una 
medida de compatibilidad de μR(x) en el cual éste es 
posiblemente más pequeño o igual  en la distribución de 
posibilidad πS(x) para todo x ∈ U. En el filtrado difuso   la 
consulta FSQL devolverá las tuplas de la base de datos 
(BD) con un grado 1 cuando BR ≤ CS; con un grado entre 
0 y 1 cuando BR > CS y AR < DS; y con un grado 0 para los 
otros casos (Ver Figura 1). 
 
El grado de posibilidad del comparador difuso FLEQ [3,4] 
se define de la siguiente forma:   
 

para BR ≤ CS 

para BR > CS  y  
        AR < D

1  
 
 

0 

DR – AS 

(BS – AS) – (CR – DR) 
 
 S

 
 
 

para AR ≥ DS 

CDEG (R FLEQ S)   = 

 

 
Figura 1: Representación gráfica del comparador FLEQ. 

 
A continuación se presenta el código para SQL Server de 
la función FLEQ, a modo de ejemplo, la cual implementa 
el comparador difuso como una función de SQL Server. 
 
SET ANSI_NULLS ON 
GO 
SET QUOTED_IDENTIFIER ON 
GO 
CREATE FUNCTION FLEQ 
(@crisp FLOAT,@F1 FLOAT,@F4 FLOAT) 
RETURNS FLOAT 
AS BEGIN 

DECLARE @valor FLOAT 
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IF (@crisp <= @F1) 
SET @valor=1; 

ELSE IF (@crisp < (@F1+@F4)) 
SET @valor=ROUND((@F1 + @F4 - 

@crisp)/@F4,4); 
ELSE SET @valor=0; 

RETURN @valor; 
END 
GO 
 
4. ARQUITECTURA PROPUESTA PARA 
CONSULTAS FLEXIBLES EN MINERÍA 
DE DATOS 
 
La arquitectura propuesta para el análisis de información 
(Ver Figura 2), permite satisfacer indicadores de Gestión 
de Información (GI), obtenidos desde la aplicación de un 
proceso de Minería de Datos. A dicho resultado, se le 
aplican consultas utilizando comparadores clásicos y 
difusos como una extensión.  
 
 
 

Datos Datos Datos

Almacén de Datos

Datos …………….

Escenario Minería de datos

Algoritmo 1 Algoritmo 2 Algoritmo n………..

Datos de predicción del algoritmo

Extensión comparadores difusos

Resultado consulta utilizando 
comparadores clásicos

Resultado consulta utilizando 
comparadores difusos

Comparación

I

N

D

I

C

A

D

O

R

E

S

Extracción

Capa 1

Capa 2

Capa 3

Capa 4

Capa 5

Capa 6

Capa 7

 
 

Figura 2: Arquitectura para procesos de  minería de datos 
y consultas con comparadores clásicos y difusos. 

 
La aplicación de Minería de Datos que utiliza 
comparadores clásicos y difusos, está sustentada en una 

taxonomía de 7 capas, lo que permite comparar, qué 
aportes o en qué casos se obtiene un mejor resultado de 
consultas. Las capas se inician desde los datos existentes 
en una base de datos fuente extraídos y almacenados en un 
Almacén de Datos. A partir de aquí, se pueden 
implementar distintos escenario y aplicar uno a más 
algoritmos de minería de datos, para posteriormente ser 
consultados con comparadores clásicos y comparadores 
difusos. Finalmente, ambos resultados son analizados 
desde el punto de vista descriptivo, lo cual entrega 
información valiosa al usuario final desde el punto de 
vista de la gestión de la información. 
 
Cada capa que compone esta arquitectura tiene que 
realizarse en forma secuencial, sólo las consultas pueden 
ser tantas como el usuario final las requiera. Como en 
todo proceso, la principal tarea es recopilar la 
especificación de requerimientos. En este proceso debe 
quedar claro, cuáles son las necesidades de gestión del 
usuario final, para poder comenzar a trabajar cada una de 
las capas propuestas. A continuación se define cada capa. 
 
Capa 1: En esta primera capa se encuentran todos los 
orígenes de datos, que pueden ser: un archivo plano, un 
archivo Excel, una base de datos, entre otros.  
Capa 2: Tiene como objetivo la extracción de los datos, 
los cuales son analizados en la especificación de 
requerimientos, y estos formarán los datos del almacén de 
datos y deben ser los datos adecuado para el proceso de 
Minería de Datos.  
Capa 3: En esta etapa se utilizan los algoritmos de 
Minería de Datos, que dependiendo del caso o escenario 
se puede aplicar el que más complemente la 
especificación de requerimientos de la Capa 1. Aquí debe 
estar definida la problemática y los indicadores de gestión 
a utilizar.  
Capa 4: En esta etapa se definen los datos de predicción 
para cada algoritmo. Estos datos deben ser coherentes con 
la predicción de los datos e indicadores de gestión 
definidos en la Capa 3. 
Capa 5: En esta capa se procede a realizar las consultas 
que solicitan los usuarios finales o que fueron 
especificadas en los requerimientos del problema, dichas 
consultas son resultados utilizando comparadores clásicos. 
Capa 6: En esta capa se analiza cual de los comparadores 
de posibilidad, de los presentados en la Tabla 1, es el más 
adecuado para la consulta. Estos comparadores han sido 
implementados en código SQL y se encuentra, explicado 
en el apartado 3 y en [5]. 
Capa 7: Aquí se aplican los comparadores de necesidad o 
posibilidad seleccionados en la Capa 6. Las consultas 
ejecutadas, deben ser la mismas del la Capa 5 para ver con 
mayor grado de detalle el aporte de estos comparadores. 
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La comparación es la última capa, y tiene como objetivo 
analizar los resultados de las consultas obtenidos de la 
capa 5 y 7, para especificar por qué puede ser útil uno u 
otro comparados y cuál es la diferencia de sus resultados. 
 
 
5.  APLICACIÓN DE LA 

ARQUITECTURA PROPUESTA 
(CAPAS 1 al 4) 

 

Para validar nuestra propuesta, hemos utilizado un caso de 
estudio que nos permitió obtener los resultados de la 
implementación de los comparadores difusos sobre datos 
obtenidos por minería de datos. A continuación se 
describe la aplicación de cada una de las capas de la 
Figura 1. 

 
Capa 1 (Datos): Aquí se utilizó la base de datos Adventure 
Works Cycles, la cual es un complemento de SQL Server 
2008. 

Capa 2 (Definición del problema): El modelo de datos con 
el cual se trabajó, es una parte del Data Warehouse de 
Adventure Works Cycles utilizando un submodelo y es la 
entrada para las distintas implementaciones de los 
procesos de Minería de Datos. 

Capa 3 (Escenarios y algoritmos de Minería de Datos): El 
escenario que se utilizó en este caso, es el de Correo 
Directo, aquí se implementaron tres algoritmos: árboles de 
decisión, clústeres y Bayes Naive. En el caso de SQL 
Server da la posibilidad de sugerir cuales serían los 
mejores algoritmo según sea el caso.  

Para el Escenario de Correo Directo se implementaron los 
algoritmos mencionados anteriormente, aunque los 
algoritmos son completamente diferentes, en este 
escenario se requiere decidir, Qué tan probable es que una 
persona con ciertas características compre algún 
producto ofrecido. Por lo cual se debe analizar cuál de los 
tres algoritmos realiza esta labor de mejor manera. Para 
esto existe una herramienta llamada “Grafico de 
elevación”, la cual se puede encontrar en la pestaña 
“Gráfico de precisión de Minería de Datos”. Más 
información de este punto se encuentra en [5]. 

Capa 4 (Predicción de los escenarios de minería de datos): 
Para el Escenario de Correo Directo, el indicador 
definido es; -Cuál es la probabilidad de que un posible 
cliente compre una bicicleta-.  

Para este caso, se utilizó una herramienta que puede 
seleccionar los algoritmos que se quieren comparar o 
seleccionar, algún conjunto de datos específico. La Figura 
3, muestra el gráfico de elevación, en el podemos observar 
que el algoritmo que más se ajusta a nuestro modelo ideal 
(predicción perfecta) es el algoritmo de Árboles de 
Decisión, por lo cual será este el algoritmo elegido para 
realizar las predicciones y la posterior consultas clásicas y 
difusas. Cabe señalar que la extensión a realizar también 
es valida para los otros dos modelos (Clústeres y Bayes 
Naive), ya que como se mencionó anteriormente, aunque 
los algoritmos son completamente diferentes, en esta 
ocasión se utilizan con el mismo propósito (predecir un 
atributo). 

 

 
Figura 3: Gráfico de elevación de precisión de algoritmos 

de Minería de Datos. 
 
Cuando se utiliza el algoritmo de árboles de decisión para 
realizar predicciones, este genera una consulta de 
predicción sobre una tabla de casos, dicha consulta 
entrega la probabilidad de que -cada persona de la tabla 
de casos compre un producto-, dicha tabla de casos 
contiene perfiles de probables clientes, además los 
resultados de predicción se almacenan en otra tabla, como 
resultado se obtiene un porcentaje, que se encuentra en el 
atributo  Expression de la tabla en la cual se almacenaron 
los resultados, el cual dirá que tan probable es que un 
potencial cliente se convierta en un cliente expresado de 
otra forma, es la probabilidad de que cada posible 
comprador adquiera un producto (en este caso una 
bicicleta). 
 
Otros atributos de esta tabla de resultados son: atributo 
ProspectAlternateKey que es identificador del posible 
cliente, el atributo Bike Buyer puede tener dos valores 0 
(indica que no es comprador de bicicletas) o 1 (indica que 
el posible cliente es comprador de bicicletas) y el atributo 
Expression que almacena la probabilidad de que el posible 
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cliente adquiera un producto (INDICADOR), siendo este 
campo el que predijo el algoritmo. 
 
 
6. ANÁLISIS DE RESULTADOS: 

COMPARACIÓN CONSULTA 
CLÁSICA Y CONSULTA DIFUSA 
(CAPAS 5 al 7) 

 
Este apartado tiene por objetivo presentar los resultados 
obtenidos al utilizar los comparadores clásicos (Capa 5), 
los comparadores difusos (Capa 7) implementados en la 
capa 6, y las consultas ejecutadas sobre los resultados de 
predicción (Capa 4). Cada capa fue efectuada para el caso 
de Escenario de Correo Directo. El análisis de resultados 
fue obtenido de las predicciones realizadas por el 
algoritmo de Árboles de Decisión sobre una tabla de casos 
tabla ProspectuveBuyer. En la realización de estos pasos 
se recurrió a SQL Server Management Studio. 
 
Para el análisis de los resultados se utilizó el valor crisp 
0.51 con el difuminador +/- 0.1 (0.51 – 0.1, 0.51 + 0.1), de 
donde se obtiene el rango [0.41 a 0.61[, es decir de un 
41% a un 61% de probabilidad, sin incluir el extremo 
derecho (0.61). El valor crisp escogido corresponde a -los 
posibles clientes que tienen menor probabilidad de 
adquirir un producto-. Este valor crisp escogido se debe a 
que se quiere enfocar una campaña de motivación a los 
clientes que tienen menos probabilidad de comprar un 
producto, cabe señalar que la probabilidad del cliente con 
menos posibilidades de comprar es de 
0.506963566619447, es decir un 51% aproximadamente. 
 
A continuación mostramos el resultado de la consulta con 
el comparador difuso FLEQ y la consulta clásica con 
comparador menor o igual con todos los pasos. El resto de 
los comparadores implementados se encuentran en [5]. 
 
a) Comparación usando Expression FLEQ 0.51 y 
Expression <= 0.51. 
 
Para realizar esta comparación se usaron dos consultas, 
una consulta utilizando el comparador “<=” y otra 
consulta usando la función FLEQ (posiblemente menor o 
igual).  
 
El siguiente código en SQL muestra las sentencias 
utilizada para la consulta clásica que arrojo 119 registros 
(la consulta corresponde a la Capa 5) y la Tabla 2 muestra 
el resultado parcial de la ejecución de la consulta clásica, 
con los atributos correspondientes de la tabla de resultados 
explicada en el apartado anterior. 

select * from 
[AdventureWorksDW2008].[dbo].[Resultado
CorreoDirecto] 
where Expression <= 0.51 
 
Tabla 2: Resultados de la consulta usando Expression <= 

0.51. 
 ProspectAlternateKey Bike 

Buyer 
Expression 

1 3003 0 0,506963566619447 
2 54107006788 0 0,506963566619447 
… … … … 
119 70093423128 0 0,506963566619447 

 
Luego ejecutamos la consulta difusa (corresponde a la 
Capa 7), para este tipo de consulta se tuvo que utilizar la 
condición  “> 0” usada al final de la cláusula where, ya 
que la función FLEQ retorna un grado de pertenencia 
entre 0 y 1, es decir, retorna el grado de pertenencia que 
posee el valor crisp al valor 0.51 difuminado en +/- 0.1, 
por lo que se debe escoger solo aquellos valores mayores 
a 0, considérese que el valor 0 indica que no pertenece al 
conjunto. El resultado parcial de la consulta difusa se 
muestra en la Tabla 3, con los tres atributos que se 
obtienen por la tabla de resultado de casos en SQL Server, 
explicado en el apartado 5. 
 
select * from 
[AdventureWorksDW2008].[dbo].[Resultado
CorreoDirecto] 
where (select 
[AdventureWorksDW2008].[dbo].[FLEQ] 
(Expression,0.51,0.1)) > 0 

 
Tabla 3: Resultados de la consulta usando Expression 

FLEQ 0.51. 
 ProspectAlternateKey Bike 

Buyer 
Expression 

1 3003 0 0,506963566619447 
2 54107006788 0 0,506963566619447 
… … … … 
670 37111264500 1 0,550329734038698 

 
El análisis de resultados usando, Expression FLEQ 0.51 y 
Expression <= 0.51, considera que una consulta clásica 
entrego 119  tuplas de resultados y la consulta difusa 
entrego 670 tuplas. En la Figura 4 se muestra la gráfica 
que apoya los resultados obtenidos con la consulta clásica, 
de color plomo se puede apreciar todo el conjunto de 
resultados incluidos por el comparador clásico. En la 
Figura 5 se muestra la gráfica que apoya los resultados 
obtenidos por la consulta difusa, de color plomo se puede 
observar todo el conjunto de resultados incluidos por el 
comparador difuso, aquí se debe recordar que el extremo 
0.61 no es incluido. 
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Trabajos Futuros: Se propone extender otro tipo de 
componentes de la lógica difusa a los datos o algoritmos 
de Minería de Datos. También analizar diferentes tipos de 
difuminación de las expresiones de las consultas. 
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7. CONCLUSIONES 
 
La lógica difusa junto con la Minería de Datos son 
herramientas muy poderosas a la hora de trabajar con 
indicadores de gestión para el apoyo a la toma de 
decisiones. 
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Los comparadores difusos entregan más tuplas, en algunos 
casos, para el análisis de datos obtenidos por un algoritmo 
de Minería de Datos, lo que puede apoyar mejor la toma 
de decisiones.   
 
Los valores a difuminar son importantes de especificar y 
se deben hacer en conjunto con el usuario final, ya que el 
resultado de las consultas, deben estar asociadas al 
indicador de gestión. 
 
Actualmente estamos trabajando en incorporar etiquetas 
lingüísticas a la consultas de lo que dará otro espectro de 
análisis a las consultas de algoritmos de Minería de Datos. 
También estamos trabajando en dar grados de importancia 
a los datos de cada cluster de Minería de Datos, o grados 
de pertenencia de los datos al cluster.  
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Resumen 
 

Se presenta en este trabajo una extensión de una 
base de datos relacional difusa utilizando como 
estructura lógica FIRST-2. Esta extensión es 
más potente y desarrollada sobre software libre, 
PostgreSQL. Además, se propone una 
aplicación a un sistema de citas médicas. 
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1 INTRODUCCIÓN 
 
La lógica difusa se ha utilizado para extender las bases de 
datos relacionales (BDR) a difusas (BDRD) [1][2][7]. 
Algunas propuestas están implementadas en Oracle, como 
lo es el servidor FSQL [3] y el motor SQLf [6]. En [3] se 
propone una extensión teórica de algunos tipos de datos 
difusos y proponiendo una estructura para su 
almacenamiento y uso conocida como FIRST-2, una 
extensión de FIRST [4], implementada bajo Oracle. En el 
mismo trabajo se presenta FSQL, una completa extensión 
del lenguaje SQL, para efectuar consultas difusas. FSQL 
incluye comparadores difusos, control de umbrales de 
cumplimiento, cuantificadores difusos, visualización del 
grado de cumplimiento de cada item, funciones difusas, 
diversos tipos de datos difusos (incluyendo fechas), etc. 
Este trabajo implementa la FIRST-2 y un Servidor FSQL 
en software libre usando un servidor PostgreSQL [5], el 
más potente SGBD de código abierto 
(www.postgresql.org). 
En [2] se tiene un trabajo muy completo sobre las bases 
de datos difusas en general y que también incluye trabajos 
sobre FSQL. 
 
2 RESUMEN DE FIRST-2 
 
Antes de ver el modelo de representación de información 
difusa FIRST-2, vamos a hacer un breve resumen de los 
tipos de datos que incluye el modelo conceptual 
FuzzyEER, y que son los tratados por nuestro sistema. Se 
distinguen dos clases de atributos difusos: Atributos 

cuyos valores son conjuntos difusos y atributos cuyos 
valores son grados difusos. 
 
2.1. Atributos Difusos con Conjuntos Difusos 

 
Estos atributos pueden clasificarse en cuatro tipos según 
[3], de acuerdo el tipo de referencial (dominio subyacente 
o eje X donde se definen los conjuntos difusos). En todos 
ellos se incluyen los valores Unknown, Undefined, y 
Null: 

 
• Tipo 1: Son atributos precisos, sin imprecisión, crisp. 

Sin embargo, se permite definir etiquetas lingüísticas 
en su dominio y podremos usarlas en consultas 
difusas. Se almacenan igual que un atributo normal, 
pero puede ser transformado o manipulado usando 
condiciones difusas. Este tipo es útil para extender 
bases de datos tradicionales para permitir consultas 
difusas en sus dominios clásicos. Por ejemplo, 
preguntas del tipo: “Dame los empleados que ganan 
mucho más que el salario mínimo”. 

• Tipo 2: Son atributos “imprecisos sobre un referencial 
ordenado”. Admiten valores crisp y difusos, en forma 
de distribuciones de posibilidad o conjuntos difusos, 
sobre un dominio subyacente ordenado. Es una 
extensión del Tipo 1 que sí permite  el 
almacenamiento de información imprecisa, tal como el 
valor: “aproximadamente 2 metros”. Por simplicidad, 
estos conjuntos difusos suelen ser una función 
trapezoidal (Figura 1, donde el eje Y es el grado 
difuso). 

• Tipo 3: Son atributos difusos con datos “discretos 
sobre dominio subyacente no ordenado con analogía”. 
Aquí se pueden definir etiquetas (Rubio, Moreno...) 
que son escalares con una relación de similitud o 
proximidad definida sobre esas etiquetas, para indicar 
en qué medida se parecen cada par de etiquetas. 
También se admiten distribuciones de posibilidad (o 
conjuntos difusos) sobre este dominio, como por 
ejemplo, el valor {1/Rubio, 0.4/Moreno}, que expresa 
que cierta persona es más Rubia que Morena. Observe 
que el dominio subyacente de ese valor difuso es el 
conjunto de etiquetas y este conjunto carece de orden. 

• Tipo 4: Estos originales atributos son similares al 
Tipo 3, pero sin precisar la relación de similitud. En 
este caso suponemos que no necesitamos tal relación o 
que no existe. 
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2.2. Atributos con Grados Difusos 
 
El dominio de estos grados puede estar en el intervalo 
[0,1], aunque otros valores podrían también permitirse, tal 
como una distribución de posibilidad (usualmente sobre 
este intervalo unidad). Para simplificar, nosotros sólo 
usaremos grados en dicho intervalo, ya que otras opciones 
no ofrecen grandes ventajas. 
 
El significado de estos grados es variado y depende de su 
uso. El procesamiento de los datos será diferente según 
este significado, por lo que el sistema debe almacenar y 
considerar este significado. Los significados más 
importantes de estos grados según distintos autores son 
[2][3][7]: grado de cumplimiento, grado de incertidumbre, 
grado de posibilidad y grado de importancia. Por 
supuesto, podremos definir y usar otros significados. 
 
Estos grados difusos están clasificados en dos familias: 
grados asociados y no asociados. Los grados asociados 
están asociados a un valor específico al cual se incorpora 
imprecisión. Estos grados pueden ser asociados a 
diferentes conceptos [3]: 

 
� Grado en cada valor de un atributo (Tipo 5): 

Algunos atributos pueden tener un grado difuso 
asociado a ellos. Esto implica que cada valor de este 
atributo (en cada tupla o instancia) tiene un grado 
asociado que mide el nivel de “imprecisión” de ese 
valor/atributo. Para interpretarlo, necesitamos saber el 
significado de ese grado y el significado del atributo 
asociado. 

� Grado en un conjunto de valores de diferentes 
atributos (Tipo 6): Aquí, el grado está asociado a 
algunos atributos. Este es un caso poco usual, pero 
puede ser muy útil en casos específicos. Une la 
imprecisión de varios atributos en un único grado. 

� Grado en la instancia completa de la relación (Tipo 
7): Este grado está asociado a la tupla completa (u 
objeto) de la relación y no exclusivamente al valor de un 
atributo específico de la tupla. Normalmente, puede 
representar algún “grado de pertenencia” del objeto a la 
relación o tabla de la base de datos. También suelen 
usarse para medir el “grado de importancia” de cada 
objeto. 

Por su parte, los grados no asociados (Tipo 8) son útiles 
cuando la información imprecisa que queremos 
representar, se puede representar usando únicamente el 
grado, sin asociar este grado a otro valor o valores. Por 
ejemplo, la peligrosidad de un medicamento puede ser 
expresado usando un grado difuso de este tipo. 
 
Está fuera del ámbito de este trabajo demostrar la utilidad 
de estos atributos, grados y de sus distintos significados. 
Queda ello hecho por los distintos autores que han usado 
dichos casos de forma individual [1][2][3][6][7]. 
 
2.3 Representación de Atributos Difusos 
 
Esta representación depende del tipo de atributo difuso. 
Los atributos Tipo 1 son representados normalmente, 
como atributos propios del SGBD, ya que no admiten 
valores difusos. Los atributos Tipo 2 necesitan cinco 
atributos clásicos: Uno almacena la clase de valor (Tabla 
1) y los otros almacenan los valores crisp que configuran 
el valor difuso. Observe que en la Figura 1 y en la Tabla 
1, la función trapezoidal necesita cuatro valores. Un valor 
aproximado (triangular, aproximadamente d, d±margen) 
se representa con una función triangular centrada en su 
núcleo d (grado 1) y con grado 0 en d−margen y 
d+margen, donde el valor margen depende del contexto 
(Figura 1 con b=c y b−a=d−c=margen). Para extender a 
otros tipos de valores distintos de la Tabla 1, podrían 
ampliarse el número de atributos de la representación. 
 
Los atributos difusos Tipo 3 necesitan un número variable 
de valores (atributos clásicos): Uno almacena la clase de 
valor (Tabla 2). Observe que en la Tabla 2, la clase 3 
necesita sólo dos valores, pero la número 4 necesita 2n 
valores, donde n es la longitud máxima para 
distribuciones de posibilidad para cada valor difuso. El 
valor n debe estar definido para cada atributo Tipo 3 (y se 
almacena en la FMB como veremos). Los atributos 
difusos Tipo 4 se representan igual que los Tipo 3. La 
diferencia se muestra en el siguiente apartado. 
 
Tabla 1: Valores admitidos para atributos difusos Tipo 2. 

Número Tipo de valores 
0, 1, 2 UNKNOWN, UNDEFINED, NULL 

3 CRISP: d 
4 LABEL: label_identifier 
5 INTERVAL: [n,m] 
6 APPROXIMATE VALUE: d 
7 TRAPEZOIDAL: [a,b,c,d] 

 
Tabla 2: Valores admitidos para atributos Tipo 3 y 4. 
Número Tipo de valores 
0, 1, 2 UNKNOWN, UNDEFINED, NULL 

3 SIMPLE: Degree/Label 

4 POSSIBILITY DISTRIBUTION: 
Degree1/label1 + ... + Degreen/Labeln 

Figura 1: Función Trapezoidal. 

0                               U a      b      c     d 

1 
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Los grados difusos (Tipos 5, 6, 7 y 8) se representan 
usando un atributo numérico clásico, cuyo dominio 
incluya el intervalo [0,1], usualmente con al menos dos 
decimales. 
 
2.4 Información de la FMB 
 

Los datos de metaconocimiento difuso son el 
conocimiento necesario sobre la base de datos difusa y 
especialmente sobre los atributos difusos. Esta 
información se almacena en formato relacional en la 
llamada FMB (Fuzzy Metaknowledge Base). Vamos 
primero a definir la información que se almacena en la 
FMB y posteriormente explicamos su estructura, sus 
tablas. Así pues, la FMB almacena esta información: 
 
1. Atributos con capacidades difusas: Qué atributos son 

de los Tipos difusos 1 a 8. 
2. El metaconocimiento requerido para cada atributo 

depende de su tipo: 
• Tipos 1 y 2: Estos atributos almacenan en la FMB 

la definición (conjunto difuso) de cada etiqueta 
lingüística, el “margen” para valores aproximados, 
y la mínima distancia para considerar dos valores 
como muy separados (valor “much”). Este último 
valor se usa en comparadores como “mucho mayor 
que”, comparador MGT de FSQL [3][6]. 

• Tipos 3 y 4: Valor n (explicado antes), nombre de 
las etiquetas y, para el Tipo 3, la relación de 
similitud entre cada dos etiquetas. 

• Tipos 5 y 6: Significado del grado, y el atributo 
(Tipo 5) o atributos (Tipo 6) a los que el grado está 
asociado. 

• Tipos 7 y 8: Significado del grado. 
3. Otros objetos: Éstos incluyen cualificadores difusos 

(asociados a un atributo y usados para establecer 
umbrales en consultas), y cuantificadores difusos 
(asociados a una tabla o a un atributo). Los 
cuantificadores son usados en consultas, tales como 
“Dame los empleados que pertenecen a la mayoría de 
los proyectos”, y también en restricciones difusas, 
como por ejemplo “Un empleado debe trabajar en 
muchos proyectos”. 
 
Si dos atributos difusos de los Tipos 1, 2, 3 ó 4 

necesitan las mismas definiciones, podemos registrar tales 
atributos como compatibles, para simplificar la FMB. 
 
2.5 Tablas de la FMB 
 
Por cuestiones de espacio no podemos explicar todos los 
atributos de todas las relaciones de la FMB. Sólo tratamos 
de dar una idea de la utilidad de cada tabla: 
 
o FUZZY_COL_LIST: Describe los atributos difusos 

de cada tabla. El valor F_TYPE se usa para el tipo de 
atributo difuso, de 1 a 8. LEN es el valor n. 

CODE_SIG indica el significado del grado si 
F_TYPE∈[5,8]. 

o FUZZY_DEGREE_SIG:  Guarda los significados de 
los grados de la base de datos. 

o FUZZY_OBJECT_LIST:  Esta tabla contiene las 
declaraciones de los objetos difusos relacionados con 
los atributos difusos, tales como, etiquetas lingüísticas, 
cualificadores y cuantificadores difusos. Los 
cuantificadores pueden ser absolutos o relativos, y 
pueden tener uno o dos argumentos [3]. 

o FUZZY_LABEL_DEF: Define las etiquetas usando 
funciones trapezoidales (Figura 1). 

o FUZZY_APPROX_MUCH: Valores para el 
“margen” y el  “much” para los Tipos 1 y 2. 

o FUZZY_NEARNESS_DEF: Relaciones de similitud 
para los Tipo 3. 

o FUZZY_COMPATIBLE_COL: Atributos difusos 
compatibles, con iguales etiquetas. 

o FUZZY_QUALIFIERS_DEF: Definición de 
cualificadores difusos. 

o FUZZY_DEGREE_COLS: Esta tabla establece los 
atributos (o columnas) asociados a grados difusos 
(sólo para los Tipos 5 y 6). Observa que un grado Tipo 
5 tiene sólo un atributo asociado, mientras que un 
Tipo 6 puede tener múltiples. Además, un atributo 
puede tener muchos grados difusos asociados a él, 
pero todos de los Tipos 5 ó 6. Por supuesto, los Tipos 
7 y 8 no usan esta tabla. 

o FUZZY_ER_LIST: En palabras del modelo 
FuzzyEER [3], esta tabla almacena las entidades 
difusas y las relaciones difusas. DEGREE_TYPE vale 
‘M’ para entidades difusas, ‘C’ para entidades difusas 
con grados calculados automáticamente, ‘E’ e ‘I’ para 
entidades débiles difusas (dependencia de existencia o 
de identificación) y, finalmente, ‘R’ para relaciones 
difusas representadas por una tabla. 

o FUZZY_TABLE_QUANTIFIERS: Definición de 
cuantificadores asociados a una relación o tabla (no un 
atributo). Estos cuantificadores son usados en 
restricciones difusas [3] y pueden ser absolutos o 
relativos. 

 
3 MODELO CLIENTE-SERVIDOR 
 
Los módulos necesarios para la construcción de la 
extensión de una base de datos relacional a relacional 
difusa, usando la estructura lógica de la FIRST-2, según 
las especificaciones de [3] son, muy resumidamente:  
 
● Módulo Dinámico del Sistema: Como parte del 
análisis de los requerimientos funcionales del sistema que 
son recogidos por casos de uso, se enmarca el modelo 
dinámico del sistema. 
● Módulo de Conexión: Enlaza por defecto al sistema, 
luego realiza la llamada al servidor. Si el usuario solicita 
una conexión este módulo es quien llama al servidor, o al 
Módulo de Control de errores. 
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Figura 2: Esquema general de la arquitectura. 
 
● Módulo de Ejecución de Consulta Clásica: El 
proceso de ejecución de una consulta clásica al igual que 
cualquier llamado al servidor,  
● Módulo de Ejecución de Consulta Difusa: El proceso 
de ejecución de una consulta difusa es homólogo, pero 
con un análisis de la instrucción. 
● Módulo de Traducción: Aquí el usuario ingresa la 
consulta difusa en FSQL [6], luego el servidor la analiza 
léxica, sintáctica y semánticamente. Si no hay errores se 
efectúa la traducción a SQL. 
 
4 ARQUITECTURA 
 
Para la  implementación del cliente que hace de interfaz 
entre el usuario y el servidor PostgreSQL, se optó por un 
sistema desarrollado en plataforma Web. Se optó por 
PHP, principalmente por la compatibilidad con una gama 
de sistemas operativos incluyendo por supuesto Linux y 
Windows, pero también por la facilidad de instalación de 
los archivos fuentes, sus características son más conocidas 
por los usuarios, además de que este lenguaje es de 
software libre. 
 
El servidor FSQL-PostgreSQL, está construido sobre una 
arquitectura cliente-servidor, con una interfaz de usuario 
Fuzzy Query (FQ GNU) que realiza peticiones al 
Servidor, así la carga de los procesos se divide en un par 
de separaciones lógicas, la de interfaz Cliente, pudiendo 
ser “n” usuarios cargando localmente su FQ, y los 
procesos del servidor que se acumulan en una sola 
máquina. En la Figura 2 se presenta un diagrama de la 
arquitectura, la cuál es explicada a continuación: 
 
● SGBD (Sistema Gestor de Base de Datos) relacional: 
Es PostgreSQL, quien debe recibir todas las operaciones 
concebidas como extensión del SQL huésped. El SGBD 
realiza transacciones en SQL tradicional, y al momento de 

efectuar una petición se traduce a la extensión del SQL, 
para que el servidor ejecute y despliegue la transacción 
con componentes difusas. 
 
● Base de Datos: Almacena toda la información, ya sea 
crisp o difusa. 
 
● FMB y DIC: Es la Base de Metaconocimiento Difuso 
ya explicada, y el Diccionario del sistema. Proporciona el 
diccionario o catálogo del sistema, en este caso de la 
FIRST-2. 
 
● Servidor FSQL-PostgreSQL: Su función principal es 
capturar las sentencias escritas en lenguaje difuso FSQL 
[3][6], y traducir y enviar las mismas al SGBD. Utiliza 
todos los módulos que están soportados sobre 
PostgreSQL, es decir, base de datos, FMB, DIC y una 
serie de paquetes de funciones, procedimientos, triggers, 
etc., que se encuentran implementados en el lenguaje 
procedural  PgSQL. 
 
● Cliente Visual (FQ2 GNU): Se trata de una interfaz 
que comunica al usuario con el SGBD PostgreSQL. Aquí 
el usuario planteará sus operaciones o consultas FSQL y 
lanzará su ejecución al sistema.  
 
● Fuzzy DB activa: Equivalen a una gama de triggers 
difusos que apoyan y activan la tarea del servidor FSQL. 
 
● Paquetes de uso del servidor FSQL: Se trata de 
scripts de instalación y desinstalación, así como los 
paquetes de análisis y conversión de las sentencias en 
FSQL. También se tiene el paquete de operaciones 
difusas, que debe dotar al servidor FSQL de las 
operaciones difusas que generan la extensión. 
 
● Módulo de Conexión: Se requieren tres pasos 
sencillos, primero invocar la librería (adodb), luego crear 
el objeto para finalmente ejecutar la conexión con los 
parámetros del SGBD. 
 
● Módulo de errores: Para que la interfaz implementada 
sea amigable para el usuario se debe desplegar la 
información de los posibles errores de forma visual y 
clara, dicha interfaz de usuario se desarrolló en Glade.  
 
● Módulo de ejecución de consulta SQL: El sistema 
deberá desplegar consultas en una pantalla tipo query 
estándar para luego desplegar su ejecución en una tabla.  
 
● Módulo de ejecución de Consultas Al igual que para 
las consultas clásicas, el sistema deberá mostrar 
gráficamente en una tabla el resultado de una consulta 
difusa. También se incorporará la información del número 
de columnas y filas recuperadas. La Figura 3 muestra un 
ejemplo. 
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Figura 5: Ejemplo de la aplicación web.

móvil sea detectado y precisión a la probabilidad de
que un objeto detectado esté bien etiquetado. Utilizan-
do este sistema de clasificación, el experto sólo ha de
seleccionar a qué tipo de objeto pertenece cada clúster,
sin embargo, la interpretabilidad de los resultados es
más deficiente que si se usa el conjunto de reglas difu-
sas generado en la fase de aprendizaje.

Cuadro 2: Precisión y probabilidad de detección.
Vı́deo 1 Vı́deo 2

Frames 1375 586
Objetos reales 5995 897
Objetos detectados 4958 822
Prob. detección 82.7% 91.6%
Precisión 87.3% 93.1%

4. CONCLUSIÓN

Se ha presentado un método para la construcción de
un conjunto de reglas que puedan ser usadas en la
clasificación de objetos, basado en un algoritmo de
aprendizaje supervisado. El conjunto de reglas cons-
truido determina el tipo al que pertenece cada objeto
detectado en una escena. El conjunto de entrenamien-
to que toma como entrada el algoritmo de aprendizaje
se genera de forma automática utilizando técnicas de
clustering en la etapa de entrenamiento. Finalmente,
hay que destacar que las reglas aprendidas podŕıan ser
usadas en tiempo real.

Como trabajo futuro, se propone dividir la perspectiva
del escenario de forma difusa para evitar las impreci-
siones que puede acarrear la agrupación de los objetos
en tres sub-áreas predefinidas. Por otro lado, se propo-
ne el estudio de las ventajas que conlleva la aplicación
del algoritmo de aprendizaje supervisado con respec-
to a la completitud y validez del conjunto de reglas
generado.
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Abstract

In this paper, we provide a method for the
linguistic comparison of time series. The
method is based on the linguistic summa-
rization of time series obtained as the dif-
ference between the series being compared.
Several approaches to compute the difference
between the series lead to alternative seman-
tics in the summary. The presented method
is applied to an example in the Business In-
telligence field.

Keywords: Linguistic Summarization,
Time series, Business Intelligence, Fuzzy
Logic.

1 INTRODUCTION

Nowadays, it is very important to be able to manage a
wide range of information referring to business activ-
ities. The process of obtaining information from data
is getting more and more important as it allows users
to make decision analysis and forecasting [2]. In par-
ticular, the research in the Information Systems field
has been specially focused on searching for Business
Intelligence solutions.

Time dimension usually appears in Information Sys-
tems due to its importance in any commercial activity.
As an example, dealing with historical, current and fu-
ture predictive views are some of the most important
areas within Business Intelligence.

Many authors have focused their research activity on
time series Data Mining[1]. As important as the infor-
mation extraction is the process that permits users a
better understanding of this information. In this con-
text, linguistic summarization techniques are of spe-

cial interest because they produce sentences close to
natural language to describe data.

One of the most extended ways to face the linguistic
summarization problem is through the use of Fuzzy
Set Theory. An essential part of this research can be
found in R. R. Yager’s works, where he uses quantified
sentences in the sense of L. A. Zadeh first [15],[16], and
OWA operators later [17]. Also following Zadeh’s foot-
steps, we can find J. Kacprzyk et al. in [7], [11], [10],
[12], and [9], proposing new quality measures and us-
ing the protoform concept. G. Raschia et. al created
a model named SaintEtiQ [13], working with hierar-
chies. From a different point of view, P. Bosc and D.
Dubois proposed the use of association rules [3].

In this area, we have focused our efforts in obtaining
linguistic summaries that briefly present the essential
information regarding the evolution of a given feature
over time. Our proposal [4, 5] is based on the use
of fuzzy quantified statements and tries to get a brief
summary taking advantage of a fuzzy hierarchical par-
tition of a time dimension.

Another problem in this area where linguistic descrip-
tions are of special interest is the comparison of time
series. In [6] M. Umano et al. carry out a study about
describing time series data using their global trend and
local features. In another related work, J. Kacprzyk
and A. Wilbik [8] focus on the evaluation of similar-
ity of time series. They proposed a fuzzy quantifier
based aggregation approach and apply their method
to the analysis of investment fund quotations in order
to show the utility of the technique.

In this paper, a method for the linguistic comparison
of time series is presented. The method is based on the
application of our linguistic summarization approach
to a time series that appropriately describes the differ-
ence between the series being compared. We analyze
several approaches to compute the difference between
the series, leading this way to alternative semantics in
the summary.
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The paper is organized as follows: Section 2 defines the
comparison problem; Section 3 presents the proposed
approach to obtain the linguistic comparison. Finally,
a practical example appears in Section 4 and some
conclusions are presented in Section 5.

2 TIME SERIES COMPARISON
ACROSS TIME

The problem we address in this work is, given two
time series of data defined over the same time domain,
to obtain a linguistic summary that describes the dif-
ference in value between the two series across time.
As we will see, this linguistic summary is achieved by
means of a hierarchical fuzzy partition of the time do-
main and a fuzzy linguistic granulation of the variable
domain. An illustrative example of these elements is
depicted in Figure 1.

As we can see, the figure represents the behavior of
a given variable V along time in two different series.
The y-coordinate displays the domain of the variable V
as a fuzzy partition. The x-coordinate shows the time
dimension hierarchically organized as a set of different
fuzzy partitioned levels.

0
1

E
1

E
s

Time series

Time

0

0

1

1

L
1

L
2

L
n

D
1,1

D
1,p1

D
2,1

D
2,p2

V

Figure 1: Time series

We assume that the time dimension is described in its
finest grained level of granularity by T = {t1, ..., tm}.
Then, we consider a couple of time series defined on
this time dimension, namely, TS1 and TS2. TSi(tj)
represents the value of the variable V under study in
tj as given by TSi.

As we have previously mentioned:

• The basic domain of variable V is partitioned by
a set of linguistic labels E={E1, ..., Es}.

• The time dimension is hierarchically organized in
n levels, namely, L=L1, ..., Ln. Each level Li has

associated a partition {Di,1, ..., Di,pi} of the basic
time domain.

There is no restriction concerning the form of the mem-
bership function of a label apart from that it must be
normalized. In our approach, we will use trapezoidal
functions. When necessary, labels Di,j in time dimen-
sion can be the union of a set of trapezoidal functions.

In this work, a set of labels {X1, ..., Xr} is a partition
on X iff:

1. ∀x ∈ X, ∃Xi, i ∈ {1..r}|µXi(x) > 0.

2. ∀i, j ∈ {1..r}, i 6= j, core(Xi) ∩ core(Xj) = ∅.

Additionally, concerning the hierarchy of the time di-
mension, we add the following constraints:

1. ∀i, j ∈ {1..n}, i < j, pi > pj (i.e, as we move up-
ward in the hierarchy, the number of labels of the
partition decreases).

2. ∀i ∈ {2..n}, ∀j ∈ {1..pi}, ∀k ∈ {1..pi−1}|(Di,j ⊆
Di−1,k) → (Di,j = Di−1,k) (i.e., labels cannot
generalize another label of an upper level).

3 THE PROPOSED METHOD

In order to face the problem of series comparison, we
propose the obtention of a new time series as the dif-
ference ∆TS between the two series being compared.
Then we can linguistically summarize this new se-
ries obtaining information regarding the comparison.
These two steps are detailed below.

3.1 Obtaining the ∆TS time series

∆TS time series can be obtained in several different
ways. Let us consider the following definition.

Definition 1 Let TS1 and TS2 be two time series de-
fined over the same variable V at a given period of
time. Then,

∆TSabs(ti) = TS1(ti)− TS2(ti) (1)

∆TSglobal(ti) =

{
0, if TS1(ti)− TS2(ti) = 0
TS1(ti)− TS2(ti)

M −m
, otherwise

(2)

∆TSlocal(ti) =

{
0, if TS1(ti)− TS2(ti) = 0

TS1(ti)− TS2(ti)

max(TS1(ti), TS2(ti))−m
, otherwise

(3)

where ti is a specific point in the time domain, M
is the global maximum of TS1 and TS2, and m is the
global minimum of TS1 and TS2.

This definition proposes three different ways to face
the computation of the new series that describes the
difference between the two original ones. At a given
time point ti,
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Figure 2: Time series data TS1, TS2 and ∆TSabs

• ∆TSabs(ti) is the difference, in absolute terms,
between the two original series at the point ti
(Equation 1).

• ∆TSglobal(ti) is the difference, in relative terms,
between the two original series at the point ti, ac-
cording to the scale of values of the two original
series (i.e., the difference between the global max-
imum and minimum of the two series)(Equation
2).

• ∆TSlocal(ti) is the difference, also in relative
terms, between the two original series at the point
ti, but now according to the scale of values of the
given time point in the two original series (i.e.,
the difference between the maximum value at the
given time point and the global minimum) (Equa-
tion 3).

The choice of the strategy depends on the necessities
of the user or the problem in each particular situation.
∆TSabs is the only option if we are interested in the
analysis of the difference between the series in absolute
terms. Figure 2 depicts an example of the use of this
first alternative. As can be seen, the new series ranges
over the same variable domain than the original one.

Nevertheless, if we are interested in the analysis of
the difference between the series in relative terms, we
have two different alternatives. Figure 3 shows the
∆TSglobal and ∆TSlocal obtained for the previous ex-
ample. The figure illustrates the difference between

Figure 3: ∆TSlocal and ∆TSglobal

the two strategies: while in ∆TSglobal the same differ-
ence between the original series produces always the
same value in the new one (see points a and b), in
∆TSlocal the lower the original values the greater the
significance of the difference (see points c and d). In
this sense, ∆TSabs behaves like ∆TSglobal (see Figure
2, points a and b).

Additionally, in contrast to the case of ∆TSabs, the
new series (both ∆TSglobal and ∆TSlocal) range over
[−1, 1].

Once we have opted for a given strategy, we have to
provide a linguistic description of the domain of the
new series. In our method, we use a linguistic variable
with the following features:

• The linguistic variable covers both positive and
negatives values.

• In the case of ∆TSabs, it is defined on the range
[−M, M ].

• In the case of ∆TSglobal and ∆TSlocal, it is de-
fined on the range [−1, 1].

As an example, Figure 4 depicts a possible linguistic
variable for the interval [−1, 1].

3.2 Obtaining the summary

In the previous subsection, we have analyzed how to
obtain a new time series that describes the difference
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Figure 4: Linguistic labels.

between the two time series under study. Now, we
have to obtain an appropriate linguistic summary of
this new series.

We consider that the user is interested in linguistic
summaries that take the form of a collection of quan-
tified sentences describing the behavior of a time series.
We assume that the basic elements of these summaries
are the linguistic labels described in Section 2. That
is, our approach will deliver a collection of sentences
of the form “Q of Di,j are A” where:

• Di,j is a label member of a certain level i of the
hierarchy associated to the time dimension.

• A is a label or the union of a subset of labels of
the partition of the variable V under study (in our
case, according to the strategy followed in order
to obtain the new series, this partition will be
defined on [-M,+M] or [-1,1]).

The user must provide a collection of quantifiers defin-
ing the kind of fuzzy quantities and percentages she/he
is interested in. This can be defined by choosing
among a collection of predefined quantifiers. In this
work, we consider that the user provides a totally or-
dered subset {Q1, ..., Qqmax} of a coherent family of
quantifiers Q [14] to be used in the summarization pro-
cess. In addition, the user will provide a threshold τ
for the minimum accomplishment degree he wishes for
the quantified sentences comprising the summaries.

Figure 5 represents one of the algorithms we proposed
in [5] for obtaining the linguistic summaries. In or-
der to look for brevity of the summary, we start from
the time periods in the top level of the hierarchy.
Each level has its own quantifier bound (Qboundi)
and grouping bound (Gboundi) that, respectively, in-
dicate the less strict quantifier to be considered and
the maximum number of labels Ei to be aggregated
in a sentence at this level of the time domain. The
set ToSummarize is the collection of time periods for
which a quantified sentence is missing. If it is possi-
ble to obtain an accomplishment degree greater than

1. ToSummarize ← Ln;

2. Summary ← ∅; Summarized ← ∅;

3. While ToSummarize 6= ∅
(a) Take Di,j ∈ ToSummarize

(b) ToSummarize ← ToSummarize\{Di,j}
(c) p ← qmax; covered ← false;

(d) While p ≥ Qboundi and not covered

i. k ← 1;

ii. While k ≤ Gboundi and not covered

A. Let A ← argmaxB∈Ck
GDQp (B/Di,j)

B. If GDQp (B/Di,j) ≥ τ then

Summary ← Summary ∪ {Qp of Di,j are A};
Summarized ← Summarized ∪ (Di,j)

covered ← true;

C. k ← k + 1;

iii. p ← p− 1

(e) If not covered and i > 1 then

ToSummarize ← ToSummarize ∪ ch(Di,j).

(f) else if i = 1 then

Summary ← Summary ∪ {Di,j is highly variable}

where ch(Di,j) is defined as follows: ch(D1,j) = ∅ for all j.

Otherwise, ch(Di,j) = {Di−1,k, k ∈ {1..pi−1}|Di−1,k ∩ Di,j 6= ∅
and ¬∃D ∈ ToSummarize ∪ Summarized, (Di−1,k ∩Di,j) ⊆ D},
and Ck = {∪Eh∈F Eh | F ⊆ E, |F | = k}.

Figure 5: Algorithm 1 to obtain linguistic summaries.

τ for a certain period using a quantifier Q and a sin-
gle label, the procedure obtains a summary for that
period. If it is not possible, the procedure tries with
the union of different subsets of labels: couples, trios,
quartets, etc, until we obtain an accomplishment de-
gree greater than τ . The size of the subset is given by
k being Gbound its maximum value. When a summary
is found in a certain time period we say that the period
is covered. If all the groups were tried without success,
the algorithm repeats the grouping process again, but
with a less strict quantifier, until Qboundi is reached.
If no result is found for a given period Di,j , we try
to obtain such sentences with the corresponding chil-
dren ch(Di,j) in the next level. If ch(Di,j) = ∅, then
a sentence indicating the observed variability is added
to the summary (Di,j is highly variable 1). The final
set of linguistically quantified sentences comprising the
summary is Summary.

The second algorithm proposed in [5] is similar to that
in Figure 5 with the difference that when it is not pos-
sible to obtain an accomplishment degree greater than
τ for a certain period using a quantifier Q and a sin-
gle label, the procedure tries with less strict quanti-
fiers before trying with aggregations of labels in E. In

1Though variability is also analyzed in [9], we refer to
this characteristic of the series only when we cannot suit-
ably summarize the values for a given time period.
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summary, the first approach tries to obtain summaries
with more restrictive quantifiers, while the second one
tries to obtain summaries with smaller groups of la-
bels. The obtained results will depend on the family
of quantifiers, the threshold τ , the bounds pointed by
the user at the different levels of the time hierarchy,
and, of course, the data series.

When the summary is obtained, the set of sentences
is postprocessed in order to produce an easier to read
paragraph. The repetitions can be removed via merg-
ing sentences that cover different time periods but pro-
duce the same trend. The merging process takes into
account sentences with the same quantifier and trend
as well as sentences with the same quantifier. For
example, if the summary is In A, the difference was
mostly low or very low. In B, the difference was mostly
low or very low, the function produces the sentence In
A and B, the difference was mostly low or very low,
which is shorter and clearer.

4 A PRACTICAL CASE

In this section we will work with a representative ex-
ample in order to apply our process and clarify con-
cepts or procedures introduced in formers sections.
Figure 6 contains the time series that shows the pa-
tient inflow on two different medical centers during a
given year.

Figure 6: Patient inflow in two medical centers.

Using equations 2 and 3 we obtain the time series
data depicted in Figure 7, both relative differences.
The y-coordinate represents the differences in terms
of Figure 4, and the x-coordinate represents the time
dimension. As we can see, the time dimension is hier-
archically organized following a meteorological criteria
thanks to three fuzzy partition of the time domain,
namely: one based on approximate months (in order
to avoid a strong dependence of the obtained sum-
maries with respect to the crisp boundaries of conven-
tional months) and two others with different levels of
granularity. Fuzziness is specially useful in these two

last partitions because transitions between periods are
clearly fuzzy.

Figure 7: Relative differences.

The example is carried out using a subset of trape-
zoidal quantifiers Q = {Q1 = (0, 0.4, 0.6, 1), Q2 =
(0, 0.6, 0.8, 1), Q3 = (0, 0.7, 0.9, 1)} (that we have
called at least half of, at least 70% of, and most of,
respectively) and a threshold τ = 0.7 and values
Qboundi = Gboundi = 2 ∀i as parameters.

For instance, we will use algorithm 1 (Figure 5) with
the time data taken from the local relative difference
(∆TSlocal) between patient inflow in centers A and B.
The set of quantified sentences obtained is:

- At least 70% of the time, the patient inflow with cold

weather is much higher in center A than in center B

- At least 70% of the time, the patient inflow with hot

weather is slightly lower or much lower in center A than

in center B

- At least 70% of the time, the patient inflow in March is

slightly higher or similar in center A than in center B

- The patient inflow difference between center A and

center B in April presents variability

- The patient inflow difference between center A and

center B in May presents variability

- The patient inflow difference between center A and

center B in September presents variability

- At least 70% of the time, the patient inflow in October

is similar or slightly lower in center A than in center B

- Most of the time, the patient inflow in November is much

higher or slightly higher in center A than in center B

After the postprocessing, we will have

Most of the time, the patient inflow in November is much

higher or slightly higher in center A than center B. At least

70% of the time, the patient inflow with cold weather is

much higher in center A than center B, with hot weather

is slightly lower or much lower in center A than center B,

and in March is slightly higher or similar in center A than

center B. Finally, the patient inflow difference in April,
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May and September presents variability.

5 CONCLUSIONS

We have presented an approach to obtain a particular
case of linguistic comparison of two time series, as a
summary of the difference in each point between both
series. This technique is relevant as a Business Intel-
ligence tool for decision making, since it provides an
easy-to-understand information to the decision maker.
It is worth noticing that understandability and brevity
are improved by using user-defined hierarchical fuzzy
partition of time dimension and user-defined quanti-
fiers. As future work we plan to perform linguistic
comparison on the basis of other features, and to ap-
ply new summarization algorithms that are currently
being developed.
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ana.pradera@urjc.es

Abstract

With the aim of analyzing the behavior of
aggregation functions when receiving con-
tradictory information, this paper studies
the satisfaction of the functional equation
A(x,N(x)) = c, where A is an aggrega-
tion function on [0, 1], N is a strong nega-
tion and c is a constant value belonging to
[0, 1]. Special attention is paid to the val-
ues c ∈ {0, 1, xN , e, a}, where xN is the fixed
point of the negation and e/a denote, respec-
tively, neutral/absorbing elements.

Keywords: Aggregation functions, strong
negations, contradictory information.

1 INTRODUCTION

Due to the key role they play in many practical ap-
plications, the interest in aggregation functions, which
perform the combination of several inputs into a sin-
gle output, is unceasingly growing (see e.g. the recent
monographs on the topic [4, 12, 2, 6]). Large families of
aggregation functions, as well as different construction
methods, are available, so an important -and difficult-
issue is how to choose the most appropriate function
for a given application. Several criteria may help in
making this choice, such as the satisfaction of some
specific properties, the fitting to some empirical data
or the fulfillment of a given optimization condition.

In some contexts, the behavior of the aggregation func-
tion when receiving contradictory information could
be a useful criterion. For instance, depending on the
application, one may be expecting a low, a high or a
medium score when aggregating couples of contradic-
tory information, thus seeking an aggregation function

presenting, respectively, an intolerant, a tolerant or a
compensative attitude towards contradictory inputs.

This paper proposes a preliminary approach to the
above problem, representing contradictory informa-
tion by means of couples (x,N(x)), where N is a nega-
tion function, and then studying the satisfaction of the
functional equation A(x,N(x)) = c for some distin-
guished values c ∈ [0, 1]. It is organized as follows.
Section 2 briefly recalls the main issues regarding ag-
gregation and negation functions that are needed later
on. Section 3 includes the main results of the paper.
It first provides some general statements about the
fulfillment of the equation A(x,N(x)) = c, and then
addresses the following distinguished cases: c = 0 and
c = 1, accounting, respectively, for strict intolerant
and tolerant behaviors; the case c = xN , where xN is
the negation’s fixed point, presenting a compensative
behavior; and then the neutral and absorbing behav-
iors, represented, respectively, by c = e and c = a,
where e and a stand for neutral and absorbing ele-
ments. The paper ends with a summary of the ob-
tained results.

2 PRELIMINARIES

Although aggregation functions are defined for inputs
of any size, in this paper these terms will be used
to refer to bivariate aggregation functions, i.e., non-
decreasing functions A : [0, 1]2 → [0, 1] verifying the
boundary conditions A(0, 0) = 0 and A(1, 1) = 1. Ag-
gregation functions may be compared pointwise as fol-
lows: given two functions A1 and A2, it is said that A1

is weaker than A2 (or A2 is stronger than A1), and it
is denoted A1 ≤ A2, when it is A1(x, y) ≤ A2(x, y) for
any x, y ∈ [0, 1]. The relation ≤, along with the dis-
tinguished functions Min (minimum) and Max (maxi-
mum), allows one to classify aggregation functions into
the following four categories:
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• Conjunctive functions, which are those verifying
A ≤ Min. This class includes the well-known
triangular norms (t-norms) as well as copulas.

• Disjunctive functions, verifying Max ≤ A, such
as triangular conorms (t-conorms) and dual cop-
ulas.

• Averaging functions, which verify Min ≤ A ≤
Max, and include, in particular, different func-
tions based on the arithmetic mean, such as
quasi-linear means or OWA operators, as well as
integral-based aggregations.

• Finally, the class of mixed aggregation functions
contains all the operators that do not belong to
any of the three previous categories, such as uni-
norms, nullnorms, compensatory T-S operators or
symmetric sums.

Recall also that an aggregation function A has a neu-
tral element e ∈ [0, 1] whenever A(x, e) = A(e, x) = x
for any x ∈ [0, 1], and an absorbing element a ∈ [0, 1]
when A(a, x) = A(x, a) = a for any x ∈ [0, 1].

On the other hand, contradictory information will be
represented with the help of strong negations ([13]).
A strong negation is a non-increasing function N :
[0, 1] → [0, 1] which is involutive, that is, verifies
N(N(x)) = x for any x ∈ [0, 1]. Recall that a
function N : [0, 1] → [0, 1] is a strong negation if
and only if there exists a strictly increasing bijec-
tion ϕ : [0, 1] → [0, 1] such that N = Nϕ, where
Nϕ(x) = ϕ−1(1 − ϕ(x)) for any x ∈ [0, 1]. Due to
their definition, strong negations are continuous and
strictly decreasing functions, they satisfy the bound-
ary conditions N(0) = 1 and N(1) = 0, and they have
a unique fixed point xN = ϕ−1( 1

2 ) ∈]0, 1[, verifying
N(xN ) = xN . The set made of all the strong nega-
tions defined on [0, 1] will be denoted with N[0,1].

3 MAIN RESULTS

As already stated in the Introduction, the aim of this
paper is to study which aggregation functions satisfy
the equation

∀x ∈]0, 1[, A(x,N(x)) = c (1)

for a given strong negation N and a constant value c ∈
[0, 1] (the points (0, 1) and (1, 0) are excluded because
of their singularity). Note first of all that the weakest
and the strongest aggregation functions satisfying (1)
are, respectively,

A(x, y) =

 0 if y < N(x),
1 if x = y = 1,
c otherwise.

and

A(x, y) =

 0 if x = y = 0,
c if y ≤ N(x),
1 otherwise.

It is also easy to prove that given a strong nega-
tion N , the class made of all the aggregation func-
tions satisfying equation (1) is closed under composi-
tion by means of any aggregation function having c
as idempotent element, i.e., if A1, A2 are two aggrega-
tion functions satisfying equation (1), then A(A1, A2),
defined as A(A1, A2)(x, y) = A(A1(x, y), A2(x, y)) for
any x, y ∈ [0, 1], does also satisfy the equation as long
as A(c, c) = c. When c ∈ {0, 1} any aggregation func-
tion may be used as the outer function A; otherwise,
A may be chosen, for example, among averaging func-
tions.

Observe on the other hand that equation (1) refers to
one specific strong negation, whereas situations may
arise in which one is interested in aggregation functions
satisfying the equation for any strong negation, i.e., in-
dependently of the particular negation that is used to
represent contradictory information. This considera-
tion suggests the following stronger version of (1):

∀x ∈]0, 1[, ∀N ∈ N[0,1], A(x,N(x)) = c (2)

The above equation is evidently much more restrictive
that the former one. Averaging functions are to be dis-
carded, and the weakest and the strongest aggregation
functions satisfying equation (2) are, respectively

A(x, y) =

 0 if x = 0 or y = 0,
1 if x = 1 and y = 1,
c otherwise.

and

A(x, y) =

 0 if x = 0 and y = 0,
1 if x = 1 or y = 1,
c otherwise.

The next subsections are devoted to the following par-
ticular cases:

• c = 0 and c = 1, which reflect, respectively, strict
intolerance or large tolerance with respect to con-
tradictory information.

• c = xN , where xN is the negation’s fixed
point. Since it is always Min(x,N(x)) ≤ xN ≤
Max(x,N(x)), this case provides a compensative
behavior.

• c = e and c = a, when dealing, respectively, with
aggregation functions with a neutral element e ∈
]0, 1[ or an absorbing element a ∈]0, 1[.
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3.1 THE CASES c = 0 and c = 1

Equations A(x,N(x)) = 0 and A(x,N(x)) = 1 were
analyzed in [11] while studying the satisfaction of the
logical Non-Contradiction and Excluded-Middle prin-
ciples. The main results regarding the former (the
approach to the latter is, thanks to duality, similar)
are summarized below:

Proposition 1 [11] Equation (1) with c = 0 is satis-
fied if and only if for any x, y ∈ [0, 1] it is:

A(x, y) =
{

0, if y ≤ N(x), {x, y} 6= {0, 1}
B(x, y), otherwise

where B is any bivariate non-decreasing function ver-
ifying B(1, 1) = 1.

Clearly the above characterization provides either con-
junctive aggregation functions (when B is chosen such
that B ≤Min) or mixed ones (otherwise). Among the
former, one may find different triangular norms, such
as the drastic t-norm, the nilpotent minimum or some
t-norms isomorphic to the  Lukasiewicz t-norm. Re-
garding mixed functions satisfying equation (1) with
c = 0, some instances may be found, for example,
within the class of compensatory T-S functions (see
[11] for details).

Concerning equation (2) with c = 0, the following
characterization is available:

Proposition 2 [11] Equation (2) with c = 0 is satis-
fied if and only if for any x, y ∈ [0, 1] it is:

A(x, y) =
{

0, if (x, y) ∈ [0, 1[2

B(x, y), otherwise

where B is any bivariate non-decreasing function ver-
ifying B(1, 1) = 1.

Aggregation functions characterized in Proposition 2
may only be conjunctive (such as the drastic t-norm,
which is the unique t-norm satisfying (2) with c = 0)
or mixed (e.g. the exponential convex combination
of the drastic t-norm and any t-conorm, see [11] for
details).

3.2 THE CASE c = xN

The main results associated to the case c = xN , which
accounts for a compensative behavior, are the follow-
ing:

Proposition 3 Let A be an aggregation function and
let N be a strong negation with fixed point xN .

1. If A is either conjunctive or disjunctive, then it
does not satisfy equation (1) with c = xN .

2. If A has neutral element e ∈]0, 1[, then A satisfies
(1) with c = xN if and only if it satisfies (1) with
c = e (and in such a case it must be xN = e).

3. If A has absorbing element a ∈]0, 1[, then A sat-
isfies (1) with c = xN if and only if xN = a.

4. If A is commutative and N -self-dual (i.e., A =
N ◦A ◦N ×N) then A satisfies (1) with c = xN .

5. A does not satisfy equation (2) with c = xN .

Proof. The first statement comes from the in-
equality Min(x,N(x)) ≤ xN ≤ Max(x,N(x)) for
all x ∈ [0, 1]. The second one is obtained choosing
x = e and taking into account that N is an involu-
tion with a unique fixed point. To prove the third
one it suffices to choose x = a and to notice that, be-
cause of monotonicity, any aggregation function with
absorbing element a is such that A(x, y) = a whenever
(x, y) ∈ [0, a]×[a, 1]∪[a, 1]×[0, a]. The involutive char-
acter of N provides the fourth statement. Finally, to
prove the last statement take (u, v) ∈]0, 1[2 such that
u 6= v and choose two strong negations N1 and N2 such
that xN1 6= xN2 and v = N1(u) = N2(u); then the ful-
fillment of equation (2) with c = xN would entail the
contradiction xN1 = xN2 .

The particular cases where A has a neutral or an ab-
sorbing element will be treated in the next subsections.
For the general case, the condition given by the fourth
item of Proposition 3 is very useful for finding both
averaging and mixed aggregation functions satisfying
A(x,N(x)) = xN for any x ∈]0, 1[, since different fami-
lies and construction methods for N -self-dual aggrega-
tion functions are available (see e.g. [9]). For instance:

Proposition 4 Given a strong negation N = Nϕ,
the quasi-arithmetic mean generated by ϕ, given by
Mϕ(x, y) = ϕ−1(ϕ(x)+ϕ(y)

2 ), is an averaging function
satisfying A(x,N(x)) = xN for any x ∈ [0, 1].

Proposition 5 Given a strong negation N = Nϕ and
an arbitrary commutative aggregation function B, the
two following constructions provide aggregation func-
tions verifying A(x,N(x)) = xN for any x ∈ [0, 1] (the
first one with convention 0

0 = 1
2):

A(x, y) = ϕ−1

(
B(x, y)

B(x, y) +B(N(x), N(y))

)

A(x, y) = ϕ−1

(
B(x, y) + 1−B(N(x), N(y))

2

)
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3.3 THE CASE c = e, e 6= 0, 1

As proved in Proposition 3, when dealing with aggre-
gation functions with a neutral element e ∈]0, 1[ it
appears that A(x,N(x)) = e for all x ∈]0, 1[ is equiv-
alent to A(x,N(x)) = xN for all x ∈]0, 1[. Hence, the
results given in Proposition 3 also apply here: only av-
eraging and mixed aggregation functions with neutral
element e = xN can be considered, and a wide family
of functions in this class satisfying A(x,N(x)) = e for
all x ∈]0, 1[ is given by those which are commutative
and N -self-dual.

Remark 6 Note that the satisfaction of A(x,N(x)) =
e for any x ∈]0, 1[ is equivalent to the fact that all the
tuples (x,N(x)) are neutral tuples (see [1]) for the
aggregation function A.

Within the class of averaging functions, the two fol-
lowing functions are, respectively, the weakest and the
strongest satisfying A(x,N(x)) = e for any x ∈]0, 1[:

A(x, y) =

 Min(x, y) if y < N(x),
Max(x, y) if x, y ≥ e,
e otherwise.

and

A(x, y) =

 Min(x, y) if x, y ≤ e,
Max(x, y) if y > N(x),
e otherwise.

The next proposition provides a means for building
commutative N -self-dual aggregation functions with a
neutral element e = xN that, as stated in Proposition
3, satisfy A(x,N(x)) = e:

Proposition 7 Given a strong negation N = Nϕ and
a commutative aggregation function B with neutral el-
ement xN , the following construction provides aggre-
gation functions with neutral element xN satisfying
A(x,N(x)) = xN for any x ∈ [0, 1]:

A(x, y) = ϕ−1

(
ϕ(B(x, y)) + 1− ϕ(B(N(x), N(y)))

2

)

The most popular aggregation functions with a neutral
element e ∈]0, 1[ are those which are associative and
commutative, known as uninorms ([14]). Are there
uninorms satisfying A(x,N(x)) = e for all x ∈]0, 1[?
The next proposition shows that, among the most
important classes of uninorms, only one satisfies the
above equation.

Proposition 8 Let U : [0, 1]2 → [0, 1] be a uninorm
and let N be a strong negation.

1. If U is locally internal on [0, e]×[e, 1]∪[e, 1]×[0, e]
(i.e., it is U(x, y) ∈ {x, y} for any (x, y) in that
region), then it does not satisfy U(x,N(x)) = e
for all x ∈]0, 1[.

2. If U is continuous on ]0, 1[2, then it satisfies
U(x,N(x)) = e for all x ∈]0, 1[ if and only if U is
a representable uninorm with generating function
u and N = Nu, where Nu = u−1 ◦ (−u).

Proof. Note first that e = xN is a neces-
sary condition for the satisfaction of U(x,N(x)) = e
for all x ∈]0, 1[ (choosing x = e the equation pro-
vides N(e) = e, which entails e = xN due to the
uniqueness of the strong negation’s fixed point). This
means that any couple (x,N(x)) belongs to the region
[0, e]× [e, 1] ∪ [e, 1]× [0, e]. Then:

1. If U is locally internal, U(x,N(x)) ∈ {x,N(x)},
and hence U(x,N(x)) 6= e for any x 6= e.

2. The structure of ]0, 1[-continuous uninorms given
by Hu and Li in [7] proves that, unless U is a
representable uninorm, there is always a value
0 < k < e such that the output of U on the region
[0, k] × [k, 1] ∪ [k, 1] × [0, k] coincides either with
the minimum or with the maximum, and is, hence,
different from e. Now, if U is a representable uni-
norm, then it is well-known that it may be written
(see e.g. [5]) as U(x, y) = u−1(u(x)+u(y)) for any
(x, y) ∈ [0, 1]2\{(0, 1), (1, 0)}, where u : [0, 1] →
[−∞,+∞] is a strictly increasing bijection such
that u(e) = 0. Then the equation U(x,N(x)) = e
is clearly equivalent to N = Nu.

Remark 9 Note that the class described in the first
item of Proposition 8 includes well-known uninorms,
such as idempotent uninorms or uninorms in the
classes Umin and Umax (those obtained when choos-
ing, respectively, Min and Max in the region [0, e] ×
[e, 1] ∪ [e, 1] × [0, e]). Observe in addition that the re-
sult regarding representable uninorms (Proposition 8,
item 2) could have been obtained, alternatively, from
the fourth item in Proposition 3, since representable
uninorms are self-dual, except at the points (0, 1) and
(1, 0), with respect to their associated negation Nu (see
e.g. [5]).

3.4 THE CASE c = a, a 6= 0, 1

When dealing with aggregation functions possessing
an absorbing element a ∈]0, 1[, both conjunctive and
disjunctive functions are to be discarded (since they
have absorbing elements 0 and 1, respectively) and
the following may be stated:
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Proposition 10 Let A be an aggregation function
with absorbing element a ∈]0, 1[ and let N be a strong
negation with fixed point xN .

1. If a = xN , A satisfies equation (1) with c = a.

2. A satisfies equation (2) with c = a if and only if
A(x, y) = a ∀(x, y) ∈]0, 1[2.

Proof. The first item is a consequence of item 3 in
Proposition 3; the second one is a matter of calcula-
tion.

Let us focuss on the class of nullnorms ([10, 3]), the
most important aggregation functions with an absorb-
ing element. Recall that nullnorms are aggregation
functions V : [0, 1]2 → [0, 1] which are associative,
commutative and possess an element a ∈]0, 1[ such
that for any x ∈ [0, 1], it is V (x, 0) = x if x ≤ a and
V (x, 1) = x if x ≥ a. Nullnorms have absorbing el-
ement a, they behave as a t-conorm in [0, a]2 and as
a t-norm in [a, 1]2, and verify V (x, y) = a otherwise.
They have the following structure (where T is a t-norm
and S is a t-conorm):

Va,T,S(x, y) =


a · S( x

a
, y

a
), if x, y ≤ a

a + (1− a) · T ( x−a
1−a

, y−a
1−a

), if x, y ≥ a

a, otherwise

Proposition 11 Let Va,T,S be a nullnorm and let N
be a strong negation with fixed point xN .

1. Va,T,S satisfies equation (1) with c = a if and only
if one of the following conditions holds:

(a) xN = a

(b) xN < a and

S(u, v) = 1 ∀u ≥ N(a)
a

, ∀v ≥ N(ua)
a

.

(c) xN > a and

T (u, v) = 0 ∀u ≤ N(a)−a
1−a

, ∀v ≤ N(a+(1−a)u)−a
1−a

.

2. Va,T,S satisfies equation (2) with c = a if and only
if T and S are, respectively, the drastic t-norm
and the drastic t-conorm.

Remark 12 Note that cases (b) and (c) in Propo-
sition 11 pose the problem of the Nα-annihilation of
t-conorms and t-norms, a generalization of the N -
annihilation problem (see e.g. [8]). Indeed, focussing
on (c) (the problem for t-conorms is dual), and denot-
ing α = N(a)−a

1−a and Nα(u) = N(a+(1−a)u)−a
1−a , condi-

tion (c) may be equivalently written as

xN > a and T (u, v) = 0 ∀u ≤ α,∀v ≤ Nα(u)

where Nα : [0, α]→ [0, α] is a strong negation on [0, α].

4 CONCLUSIONS

This paper has proposed a simple preliminary ap-
proach for studying the behavior of bivariate aggrega-
tion functions when receiving contradictory informa-
tion. The existence of aggregation functions satisfying
equations (1) and (2) has been investigated, taking
into account the four different categories in which ag-
gregation functions may be classified, as well as the
most important distinguished values for the constant
c (see tables 1 and 2 for a summary). Whenever pos-
sible, concrete examples of aggregation functions sat-
isfying equations (1) and (2) have been provided.

Table 1: Existence of aggregation functions satisfying
A(x,N(x)) = c ∀x ∈]0, 1[

Conj. Disj. Aver. Mix.
c = 0 X × × X
c = 1 × X × X

c = xN × × X
(any if xN = a)

c = e
6= 0, 1 × × X

(only if e = xN )

c = a
6= 0, 1 × × X

(any if a = xN )

Table 2: Existence of aggregation functions satisfying
A(x,N(x)) = c ∀x ∈]0, 1[, ∀N ∈ N[0,1]

Conj. Disj. Aver. Mix.
c = 0 X × × X
c = 1 × X × X
c = xN × × × ×
c = e
6= 0, 1 × × × ×

c = a
6= 0, 1 × × × X
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