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Resumen 

 
Dentro de la disciplina del desarrollo de 
software así como en otras disciplinas existe un 
problema inherente en la organización de tareas 
para realizar un proyecto tanto en su definición 
como durante su elaboración. La incertidumbre 
en la definición de la duración de las tareas y el 
rendimiento de las personas que las realizan 
conforman un entorno en el que las técnicas de 
Soft-Computing pueden aportar nuevos 
enfoques con el fin de ayudar a los participantes 
del proyecto a administrar su tiempo, priorizar 
sus actividades y reajustar el trabajo para 
alcanzar de forma satisfactoria los objetivos 
marcados. Para ello, a partir del registros de 
tiempos de cada participante en el proyecto, se 
extraerá el conocimiento necesario con el que 
apoyar tanto la toma de decisiones para la 
distribución de tareas en el trabajo diario así 
como la elaboración de estimaciones para 
futuros proyectos. 
 
Palabras Clave: Extracción de Conocimiento,  
Prototipos Borrosos, Soft-Computing. 

 
 
 
1 INTRODUCCIÓN 
 
En la actualidad, uno de los principales problemas al que 
se enfrentan las empresas es la estimación de la duración 
de sus proyectos. Habitualmente, en el momento de hacer 
la estimación, el conjunto de tareas a realizar y su 
definición no están suficientemente acotados para 
definirlas de forma completa. Además es habitual que en 
el transcurso del proyecto aparezcan nuevas tareas o 
proyectos que afecten al equipo, haciendo muy 
complicado cumplir su planificación. 
 

Al problema de la definición de las tareas se le une el 
“factor humano” de la construcción del software, es decir, 
las personas que realizan el trabajo en sí [6]. El escenario 
actualmente existente en la consultoría tecnológica de este 
país está caracterizado por altos niveles de superposición, 
es decir, o bien muchas personas realizan la misma tarea a 
la vez o una persona realiza varias tareas a la vez. 
Además, los desarrolladores suelen estar multiasignados, 
realizando trabajos de diferentes proyectos en intervalos 
temporales cortos.  A esto hay que añadir la flexibilidad 
de horarios, en cuanto a las interrupciones durante el 
trabajo, realización de horas extras e impuntualidad, y la 
definición difusa de los objetivos a cumplir. Es por ello 
que el manejo de la incertidumbre será una constante en la 
gestión del proyecto. 
 
Dado que el desarrollo de productos de software 
frecuentemente requiere cumplir requisitos del cliente a 
un coste y planificación acordada, se han definido 
metodologías que ayuden a los profesionales a realizar su 
trabajo dentro de una serie de buenas prácticas en 
Ingeniería del Software. Una de las técnicas más 
destacadas es el Personal Software Process (PSP) [2]. 
Dentro del PSP se definen métodos que permiten realizar 
una mejor planificación y seguimiento del trabajo, 
estableciendo metas mensurables y ofreciendo la 
posibilidad de utilizar un proceso bien definido y medido 
de trabajo. 
 
Actualmente, la estimación de la duración de proyectos 
software supone una línea de investigación de gran 
interés, contando con numerosos estudios centrados en el 
uso de diversas técnicas. Sin embargo, en la mayoría de 
los casos, el “factor humano", o las distintas 
eventualidades hacen que las estimaciones planificadas en 
una primera aproximación, dejen de ser tan precisas como 
se pretendía. Ante esta problemática en este trabajo se 
propone la utilización de diversas técnicas enmarcadas 
dentro del Soft-Computing como la lógica borrosa, o 
algoritmos de clustering con el fin de modelar el 
comportamiento del desarrollador de software en cuanto a 
la distribución de su tiempo.  
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Como fuente de datos para realizar este trabajo de 
extracción de conocimiento se establecen las técnicas y 
herramientas definidas Personal Software Process (PSP), 
siempre teniendo en cuenta la dificultad que existe en la 
recolección de datos básicos reales de trabajo según esta 
metodología. De esta manera, se pretenden conseguir los 
siguientes dos objetivos: 
 

1. Detectar patrones de comportamiento en base a 
la gestión del tiempo que realizan los 
desarrolladores. 

2. Representar este conocimiento mediante 
mecanismos que sean flexibles y permitan 
manejar la incertidumbre de forma eficiente para 
su posterior uso en la planificación de los 
proyectos.  

El resto del trabajo se organiza de la siguiente manera. En 
la siguiente sección se describen con detalle todos los 
pasos del proceso de extracción de conocimiento, desde la 
especificación de las fuentes de datos hasta la 
construcción de los prototipos borrosos. En la sección 3 se 
desarrolla el caso de estudio sobre el que se ha extraído el 
conocimiento para finalizar en la sección 4 con las 
conclusiones y líneas de trabajo que están actualmente 
abiertas. 
 
 
2  EXTRACCIÓN DE CONOCIMIENTO 
 
En este apartado se detalla la aplicación concreta de 
extracción de conocimiento prototípico (DCPB) sobre los 
datos brindados por el PSP. El DCPB[5] es una 
ampliación del proceso clásico de descubrimiento de 
conocimiento en bases de datos que presenta como 
novedades la incorporación de conocimiento en diferentes 
puntos mediante decisiones del usuario o del experto y un 
resultado preparado para generar unos prototipos 
conceptuales denominados Categorías Prototípicas 
Deformables Borrosas, basados en la idea de Prototipos 
Borrosos de Zadeh [7]. La utilización de la Lógica 
Borrosa permite conseguir estos resultados de forma más 
comprensible y útil para el posterior uso en la predicción; 
con ello, se permite evaluar situaciones nuevas a partir de 
dichos prototipos, establecer predicciones en cuanto a 
situaciones reales y también tomar decisiones a partir de 
dichas predicciones. Además se utilizan otras técnicas 
como el clustering borroso y las funciones de agregación, 
facilitando la generación de modelos estructurados, 
significativos y fácilmente actualizables. 
 
2.1. FUENTES DE DATOS 
 
Sin lugar a dudas, el éxito de cualquier proceso de 
extracción de conocimiento está condicionado al uso de 
una fuente fiable de datos.  

Sin embargo, habitualmente los desarrolladores de 
software en pocas ocasiones tienen la costumbre 
completar con sus datos los registros de tiempos. No 
obstante, el presente estudio está centrado en el análisis de 
los datos proporcionados por el PSP de nivel 0 (Tabla 1), 
registrables por el profesional sin demasiado esfuerzo.  
 

Tabla 1: Registro de Tiempos. 
Fecha Hora Tiempo de 

Interrupción 
Tiempo Descripción 

Actividad Inicio Fin 

      
 
En la primera etapa, o “fase de importación”,  los datos 
son obtenidos y procesados para su posterior 
almacenamiento. Dentro de esta fase se incluye la 
interpretación del formato en el que esté la información 
así como la adaptación de la información al modelo a 
construir.  

 
2.2.  LIMPIEZA DE DATOS 
 
Dentro de cualquier metodología de análisis de datos es 
inevitable realizar inicialmente una limpieza del material 
con el que se va a trabajar. En este estudio la realización 
de una limpieza de los datos es un punto especialmente 
importante dado que se trabaja con datos normalmente de 
baja calidad [1]. Esto se debe a que es muy habitual que 
los desarrolladores incluyan en sus datos multitud de 
errores, que podrían llegar a afectar a las medidas de 
calidad y productividad. Los diferentes procesos que 
deben realizarse para la limpieza de la información que 
será procesada son los siguientes: 

• Detección de sesiones de trabajo incorrectas.  En la 
primera fase son detectadas aquellas sesiones cuyos 
datos son incongruentes.  
 

• Corrección ortográfica. Mediante el uso de 
diccionarios se identifica si cada una de las palabras 
de los descriptores de las tareas o los proyectos 
existen o no, tratando de corregirla en caso negativo. 
 

• Agrupación de tareas o proyectos según su nombre.  
Analizando los registros de tiempos es habitual 
encontrar varias tareas o proyectos con nombres 
ligeramente distintos, que realmente se tratan del 
mismo. Por ejemplo, las tareas “Analizar-Revisar 
Software” y “Analizar/Revisar Software” muy 
probablemente sean la misma. En este punto son 
agrupadas todas aquellas tareas o proyectos con 
suficiente similitud en sus nombres. Para ello, es 
usada una función de similitud, basada en el cálculo 
de la distancia Euclídea. De este modo es analizada la 
distancia, a nivel de palabras y del conjunto total del 
texto, agrupando aquellas descripciones más 
similares. 
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2.3.  OBTENCIÓN DE MÉTRICAS. 
 
Mediante el análisis de los datos proporcionados y el uso 
de ciertas métricas, se pretende, como primer objetivo, 
determinar el comportamiento de un profesional dentro de 
una dimensión temporal y no de tareas. Para ello es 
necesario realizar un análisis preliminar con respecto a su 
tiempo dedicado al trabajo en su distribución diaria y 
semanal. Posteriormente, el conocimiento extraído de este 
análisis será utilizado para programar las labores de un 
profesional durante una o varias semanas teniendo en 
cuenta todos los factores que determinan su distribución 
habitual del tiempo (tiempo trabajado según el día, 
interrupciones, división de una tarea entre días 
consecutivos, etc.). Además, se pretende determinar 
ciertos atributos que puedan llegar a caracterizar a cada 
profesional de acuerdo a su capacidad de trabajo para 
cada tipo de tareas, su eficiencia o fiabilidad, etc. 
 
Para llevar a cabo este análisis, es necesario estudiar el 
entorno como un sistema donde el comportamiento de 
cada individuo va a ser modelado a partir de variables 
lingüísticas. Estas variables van a cumplir las 
características de las variables lingüísticas especificadas 
en [4] para sistemas dinámicos, prescindiendo de la 
asunción de continuidad. 
 
En los siguientes apartados son detalladas las medidas, su 
formalización, y las etiquetas lingüísticas seleccionadas 
para llevar a cabo la caracterización de los días, semanas, 
y la dedicación de los profesionales. 
 
2.3.1. Métricas de caracterización de días y semanas. 
 
A partir de los datos proporcionados por el libro de 
ingeniería de cada profesional es posible establecer un 
conjunto de métricas directas e indirectas, resultado de 
agregaciones de las anteriores. Para la caracterización de 
los días se establecen las siguientes métricas directas. 

• TE: Tiempo en horas empleado por el profesional. 
• TI: Tiempo en horas perdidas por interrupciones. 
• NS: Número de sesiones anotadas por el profesional. 
• NSTT: Número de sesiones en las que se finaliza la 

tarea que se comienza. 

A partir de las anteriores métricas directas es posible el 
cálculo de las siguientes métricas indirectas: 

• TTT: Tiempo Total Trabajado  (TTT=TE-TI). 
• TMS: Tiempo Medio por Sesión (TMS=TTT/NS). 

Para definir una medida de similitud entre días o semanas 
y una medida su rendimiento, son usados los siguientes 
indicadores, calculables a partir de las anteriores métricas: 

• PROD: Productividad del día en cuanto al trabajo 
diario (PROD=TTT/TTTmedio). 

• EFCC: Eficacia en la finalización de tareas  
(EFCC=NSTT/NS). 

• INT: Relación entre el número de horas perdidas 
debido a interrupciones y el tiempo total efectivo 
trabajad (INT = TI/TTT) 

Estos tres indicadores son representados mediante 
técnicas lingüísticas procedentes de la lógica borrosa 
usando para ello variables y etiquetas lingüísticas (Fig. 1). 
 

 
Figura 1: Etiquetas lingüísticas para indicadores. 

 

También es posible establecer métricas de trabajo entre 
diferentes días o semanas analizando la media del tiempo 
trabajado, el volumen de interrupciones, y como estas, y 
los tiempos de las sesiones, afectan al número de tareas 
finalizadas. 

2.3.2. Métricas para caracterización de profesionales. 
 
Para la caracterización del trabajo de cada profesional, 
son usadas algunas de las anteriores métricas directas 
usadas para los días y semanas. No obstante, además de 
estas son definidas las siguientes: 
• NT: Número de tareas realizadas. 
• TTi: Representa el tiempo empleado al desarrollo de 

tareas de un determinado tipo (análisis, diseño, 
desarrollo, etc.). 

• NR: Representa el número de reparaciones, es decir, 
las sesiones que se marcaron como finalizadas y sin 
embargo, en una sesión posterior, fueron continuadas. 

Para definir una medida de la dedicación a cada tipo de 
tareas, la fiabilidad o el rendimiento, son usados los 
siguientes indicadores, calculables a partir de las 
anteriores métricas. 
• RND: Representa el rendimiento como la relación 

entre el número de tareas comenzadas y finalizadas 
en la misma sesión  (RND=(NSTT-NR)/NS).  

• FBL: Fiabilidad, en función del índice de 
reparaciones efectuadas (FBL=1-NR/NS).  

• DTi: Representa un conjunto de métricas capaces de 
cuantificar la dedicación a cada tipo de tareas 
desempeñadas (análisis, diseño, etc.) (DTi=TTi/TT).  

• DSP: Indica el grado de dispersión existente en las 
tareas que realiza (DPS=NT/NS). 

De modo similar a los indicadores para la caracterización 
de días y semanas, estos cuatro indicadores del trabajo 
profesional son representados mediante etiquetas 
lingüísticas. 
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2.4.  CLUSTERING Y PROTOTIPAJE 
 
Habitualmente la planificación del desarrollo de un 
proyecto es realizada en base a calendario laboral normal. 
En él los días laborables tienen un número fijo de horas 
de trabajo con una cierta distribución temporal. Sin 
embargo, esta planificación normalmente es insuficiente 
ya que no tiene en cuenta posibles imprevistos, y sobre 
todo porque la distribución fija del tiempo no suele ser 
una distribución realista de como se distribuye el tiempo 
semanalmente. 
  
Los algoritmos de clustering nos permiten realizar 
agrupaciones de elementos similares con el fin de 
descubrir patrones regulares en nuestros datos de estudio. 
De esta manera, es posible obtener una agrupación de 
semanas con la cual podremos encontrar distintos tipos de 
comportamiento. Cada uno de estos comportamientos 
serán definidos a partir de las características presentes en 
ellos y ausentes en los demás (por ejemplo, semana con 
día festivo, o con entrega/deadline) obtenidas mediante un 
proceso de post-clasificación. De esta forma, se podrá 
identificar en qué semanas se trabaja mejor y cuales peor, 
incluso es posible estudiar la evolución de los tiempos de 
trabajo (y de otros factores) durante la propia semana. 
 
Para llevar a cabo el proceso de DCPB es necesario 
dividir los atributos del conjunto de datos en tres 
colecciones no disjuntas: 

• Datos de Modelado: Para esta colección deben ser 
elegidos los datos que puedan definir mejor a los 
prototipos, sin tener en cuenta si se dispone de ellos a 
priori o no.  

• Datos de Prototipaje: Está formada por los datos 
conocidos a priori de una semana. Se usan para 
realizar la representación formal de los prototipos 
mediante números borrosos. 

• Datos de Predicción: Corresponden a los datos, no 
son conocidos a priori, que pretenden ser averiguados 
de la semana entrante. 
 

A partir de estos datos, es posible realizar la construcción 
de un modelo de predicción, con los siguientes objetivos: 

• La búsqueda y extracción de forma automática de 
prototipos borrosos para caracterizar las semanas de 
trabajo según su productividad y rendimiento. 

• La obtención de un modelo de predicción de la 
productividad y rendimiento de las semanas 
realizando la deformación de los prototipos borrosos.  

A continuación son detallados los procesos llevados a 
cabo en esta etapa del DPCB para la construcción del 
modelo de predicción. 
 
 
 

2.4.1. Obtención de los prototipos mediante clustering. 
 
Con el objetivo de detectar las relaciones entre las 
semanas de trabajo que permita determinar su 
productividad como alta, baja o media,  es realizado un 
proceso de clustering mediante el algoritmo EM 
(Expectation Maximization) [3], forzando la generación 
de tres grupos o tipos de semanas. Este algoritmo asigna a 
cada instancia una distribución de probabilidad de 
pertenencia a cada cluster, utilizando un modelo 
Gaussiano finito de mezclas, asumiendo que los atributos 
son variables aleatorias independientes 
 
Para llevar a cabo el proceso de clustering, son usados los 
denominamos “datos de modelado”.  Estos datos 
corresponden a los tiempos totales de trabajo de cada día 
y los indicadores del nivel de interrupciones sufridas en la 
semana, las sesiones de trabajo realizadas, y las tareas 
finalizadas. De este modo, cada semana es modelada 
como un vector de 8 parámetros normalizados (toman 
valores en el intervalo [0,1]). 
 
2.4.2. Representación formal de los prototipos. 
 
A partir de los “datos de prototipaje”, que serán las 
características propias de las semanas representadas 
mediante indicadores, los tres prototipos obtenidos tras el 
clustering son representados como “números borrosos”, 
permitiendo obtener un grado de pertenencia (entre 0 y 1) 
de una nueva semana con cada uno de ellos. 
 
En el proceso de DCPB la definición formal de los 
prototipos en forma de números borrosos se realiza en dos 
pasos: normalización de los datos y agregación mediante 
la media de los datos de la colección de datos de 
prototipaje.  Tras esto, cada tipo de semana puede ser 
representado mediante números borrosos triangulares. De 
esta manera va a ser posible conocer el tipo de una nueva 
semana a partir del grado de pertenencia obtenido 
mediante la normalización y agregación de sus “datos de 
prototipaje”. Posteriormente, una vez conocido el tipo 
será posible conocer  cómo va a ser la semana siguiente a 
partir de la definición paramétrica de cada prototipo que 
será conformada por los “datos de predicción”. 
 
2.4.3 Definición paramétrica de los prototipos. 
 
Una vez obtenidas las agrupaciones de semanas se obtiene 
la definición paramétrica de cada uno de los prototipos. 
Para ello se obtiene la media, el mínimo y el máximo de 
cada uno de los indicadores existentes en los “datos de 
predicción” para cada uno de los grupos. De este modo, 
es posible establecer un marco de datos de predicción, 
mediante el cual se consigue conocer las características de 
una semana una vez conocido el tipo al que pertenece. 
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Este conocimiento será la base para realizar una 
planificación adaptativa de las tareas que cada uno de los 
componentes de un equipo de trabajo debe realizar 
durante una semana, pudiéndose conocer de antemano los 
efectos que un posible viaje inesperado o una enfermedad 
puedan tener sobre la distribución de tareas entre los 
componentes del equipo. 
 
3  CASO DE ESTUDIO 
 
El escenario para este caso de estudio es una consultora 
con un equipo de 5 personas responsables de todos los 
proyectos relacionados con una línea de trabajo. La 
principal tarea de los empleados es el mantenimiento de 
un proyecto, que además genera nuevos desarrollos que 
deben de ser correctamente estimados, planificados y 
distribuidos en el tiempo. Las entregas de las versiones de 
mantenimiento se concentran los jueves por la tarde lo 
cual hace que la distribución del tiempo se vea muy 
afectada. Para estudiar el comportamiento de este equipo 
de trabajo se ha partido del análisis de todos los datos 
expuestos en cada uno de los libros de ingeniería de cada 
empleado. Estos datos han sido recolectados de forma 
privada y confidencial. En primer lugar se ha comenzando 
por una limpieza de los datos recibidos, continuando por 
una fase de procesamiento y cálculo de métricas, y 
finalizando con un análisis de las mismas. 
 
En la tabla 2 se muestra el número de sesiones totales 
realizas e indicadas por cada empleado en su libro de 
ingeniería, así como el porcentaje con datos erróneos. Se 
muestra a su vez, el número de correcciones ortográficas 
realizadas y el número real de tareas tras su limpieza y 
agrupación a partir del análisis de sus descripciones. 
 

Tabla 2: Limpieza de datos. 
 Nº Total 

Sesiones 
% Sesiones 
Inválidas 

Correcciones 
ortográficas 

Nº Tareas 
Limpieza 

Emp.1 687 2% 24 245 
Emp.2 495 1,8% 14 180 
Emp.3 325 3,5% 27 215 
Emp.4 780 5,7% 38 536 
Emp.5 415 1,5% 7 268 

 
Tras la limpieza de datos, se ha realizado un análisis, con 
el objetivo de calcular  las métricas capaces de 
caracterizar cada empleado,  obteniéndose los resultados 
en cuanto a etiquetas lingüísticas que se muestran en la 
tabla 3. 
 
Posteriormente, se definen los “datos de modelado” con 
los cuales se realizará la agrupación de las diferentes  
semanas de trabajo. Éstos vendrán conformados por las 
métricas de caracterización de los días y las semanas 
explicadas en el apartado 2.3.1. 
 

 
 

Tabla 3: Caracterización de profesionales. 
 Emp.1 Emp.2 Emp.3 Emp.4 Emp.5 

Fiabilidad 
(FBL) 

Alta 
(0.89) 

Media-
Alta 

(0.69) 

Alta 
(0.96) 

Alta 
(0.91) 

Alta 
(0.86) 

Rendimiento 
(RND) 

Media-
Alta 

(0.65) 

Media 
(0.57) 

Media 
(0.4) 

Media-
Alta 

(0.89) 

Media-
Alta 

(0.69) 
Dispersión 
(DSP) 

Baja-
Media 
(0.36) 

Baja-
Media 
(0.37) 

Media-
Alta 

(0.68) 

Media-
Alta 

(0.73) 

Media-
Alta 

(0.66) 
Dedicación 
Tareas Análisis 
(DTa) 

Baja-
Media 
(0.31) 

Baja 
(0.07) 

Media 
(0.40) 

Baja 
(0.07) 

Baja 
(0.20) 

Dedicación 
Tareas Diseño 
(DTd) 

Baja 
(0.16) 

Baja 
(0.06) 

Baja 
(0.11) 

Baja 
(0.06) 

Baja-
Media 
(0.31) 

Dedicación 
Tareas 
Codificación 
(DTc) 

Baja 
(0.12) 

Media-
Alta 

(0.71) 

Baja 
(0.07) 

Media-
Alta 

(0.70) 

Baja 
(0.19) 

Dedicación 
Tareas 
Mantenimiento 
(DTm) 

Baja 
(0.25) 

Baja 
(0.07) 

Baja-
Media 
(0.31) 

Baja 
(0.11) 

Baja 
(0.20) 

 
 
Tras realizar el agrupamiento se han detectado tres tipos 
distintos de semanas (Figura 2), las cuales se han podido 
caracterizar como: 

• Semanas con entrega (64%), en la que se trabaja más, 
existiendo un pico de trabajo los días de la entrega.  

• Semanas sin entrega (20%), en la que los tiempos de 
trabajo son más constantes y bajos.  

• Semanas de escaso trabajo, incompletas o resultado 
de una semana anterior de estrés debido a 
festividades, especialmente en lunes y viernes (14%). 

 
Figura 2: Tipos de semana según nivel de trabajo. 

 
Con este conocimiento es posible inferir que las horas 
trabajadas al día siguiente de la entrega son inversamente 
proporcionales a las realizadas el día de la entrega.  
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Con el fin de representar los formalmente prototipos 
borrosos con datos conocidos a priori se definen los 
siguientes nuevos indicadores (Tabla 4) que 
complementan a las métricas explicadas con anterioridad 
para formar los “datos de prototipaje”. 
 

Tabla 4: Indicadores para datos de prototipaje. 
Dato Descripción Dominio 
Completitud La semana es completa o 

tiene festivos 
Completa (1), 
con festivo (0) 

Docencia Horas de docencia 
prevista  

0-10 

Desplazado Nº de Días de trabajo 
desplazado 

1-5 

Fin de 
Semana 

Previsión de Trabajo para 
el fin de semana 

Nula (0), baja 
(0,33), media 
(0,66), alta (1) 

Tres 
Semanas 
Anteriores 

Nº medio de horas 
trabajadas en las tres 
semanas anteriores. 

0-50 

  
A partir de los datos de cada semana registrada, y el tipo 
al que pertenecen,  se han obtenido los siguientes valores 
(tabla 5) mediante normalización y agregación.  
  

Tabla 5: Datos de prototipaje de cada tipo de semana. 
Dato Tipo 0 Tipo 1 Tipo 2 

Completitud 0 0,93 0,42 
Docencia 0,0 0,55 0,27 
Desplazado 0,11 0,72 0,38 
Fin de Semana 0,33 0,64 0,62 
Semana Anterior 0,59 0,89 0,88 
  
A partir de los mencionados “datos de prototipaje”, cuya 
agregación conforma el jefe de abscisas,  los tres 
prototipos son representados como números borrosos 
triangulares (Figura 3). 
 
 
 
 

Figura 3: Tipologías representadas como números 
borrosos. 

 
Haciendo uso de esta representación, es posible conocer 
el tipo de una nueva semana según el grado de 
pertenencia obtenido mediante la normalización y 
agregación de los indicadores anteriormente 
mencionados. Posteriormente, una vez conocido el tipo, 
será posible conocer las características de la nueva 
semana a partir de los “datos de predicción”. 
 
 

3  CONCLUSIONES Y TRABAJO FUTURO 
 
En este trabajo se ha presentado una serie de técnicas 
enmarcadas dentro del descubrimiento de conocimiento 
que permiten el modelado del trabajo de los 
desarrolladores software en lo que se refiere a la 
distribución de su tiempo de trabajo. Con ello se han 
conseguido definir comportamientos en cuanto a 
tipologías de días o de semanas, o características propias 
del profesional. Con este fin se han utilizando técnicas 
como los algoritmos de clustering o las Categorías 
Prototípicas Deformables Borrosas, entre otras.  
 
El próximo paso es la aplicación real del conocimiento 
extraído en la planificación y estimación de nuevos 
proyectos, sobre todo con el objetivo de que la 
planificación sea flexible y permita responder a crisis e 
imprevistos de forma eficiente. A su vez se pretende 
extraer conocimiento de datos procedentes de otros 
estudios, de simuladores y de experimentos controlados 
con el fin de poder definir de forma más completa los 
posibles comportamientos de los componentes de un 
equipo de desarrollo. 
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