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Resumen 

 
En este trabajo se propone un mecanismo para 
la mejora de la interpretabilidad en sistemas 
difusos lingüísticos con defuzzificación 
adaptativa. El uso de parámetros en el operador 
de defuzzificación introduce una serie de 
valores o pesos asociados indirectamente a cada 
regla, que mejoran su precisión pero aumentan 
la complejidad y por tanto perjudican a la 
interpretabilidad del sistema. En este trabajo se 
trata de reducir dicha complejidad pretendiendo  
obtener tanto las ventajas de una 
defuzzificación adaptativa en cuanto a 
precisión, como reducir la pérdida de 
interpretabilidad. Para tal fin, utilizaremos un 
modelo evolutivo multiobjetivo que 
proporcionará un conjunto de sistemas difusos  
lingüísticos, con el mejor equilibrio entre el 
número de reglas finales, el número de reglas 
con peso y la precisión del sistema. 
 
Palabras Clave: Modelado Difuso Lingüístico, 
Interpretabilidad, Algoritmos Genéticos 
Multiobjetivo, Sistema de Defuzzificación 
Adaptativo,  Selección de Reglas, Reglas 
Ponderadas. 

 
 
 
1 INTRODUCCION 
 
 
En la actualidad, el problema de encontrar un equilibrio 
entre interpretabilidad y precisión en Sistemas Basados en 
Reglas Difusas Lingüísticas, a pesar de la naturaleza 
intrínseca de la lógica difusa, ha dado lugar a un creciente 
interés en métodos que tienen en cuenta ambos aspectos 
[4, 5].  Por supuesto, lo ideal sería satisfacer ambos 
criterios en un grado alto, pero debido a que son 
características contradictorias, por lo general esto no es 

posible. Un camino para conseguirlo es mejorar la 
precisión del sistema mientras se mantiene en lo posible 
la interpretabilidad a un nivel aceptable [4].  

En este ámbito, el sistema de inferencia y los métodos de 
defuzzificación adaptativos han demostrado ser unos 
elementos capaces de mejorar fácilmente la precisión del 
sistema [1, 8, 15] debido a que buscan la mejor forma de  
inferir la contribución de cada regla de forma apropiada 
[8] y mejorar la cooperación entre las reglas [1].  Estos 
pueden también adaptar especialmente el comportamiento 
de los operadores difusos a la base de reglas (BR) o 
aprender los operadores difusos y la BR conjuntamente 
[15], obteniendo una sinergia positiva entre ambos 
elementos que permite al sistema alcanzar un nivel alto de 
precisión con la pérdida de interpretabilidad asociada al 
uso de operadores adaptativos con sus correspondientes 
parámetros. 

Por otro lado, en la literatura se distinguen dos clases de 
aproximaciones en interpretabilidad [3, 17]: 

1. Interpretabilidad Global (estructura del sistema): La 
complejidad del modelo (generalmente mediada como 
número de reglas, variables, etiquetas por variable, etc.) 

2. Interpretabilidad Local (comprensión del modelo): Una 
medida semántica de la interpretabilidad (sistema de 
inferencia utilizado, método de defuzzificación, operador 
de conjunción, etc.) 

Por tanto, la defuzzificación adaptativa [8], introducirá 
una pérdida de interpretabilidad en principio en el sentido 
local, con efectos en sentido global, en tanto los 
parámetros asociados a cada regla aumentan la estructura 
del sistema con la inclusión de un peso. Sería deseable 
pues, minimizar los elementos que aumenten la 
complejidad del sistema.  

En este trabajo, se propone introducir, en primer lugar, un 
mecanismo que permita mejorar la interpretabilidad 
cuando se utilizan defuzzificación adaptativa. Dicho 
mecanismo se basará en dos índices que permitan 
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eliminar el peso de la regla, o bien la regla completa en el 
mismo proceso de aprendizaje evolutivo de  la 
defuzzificación adaptativa.  

En segundo lugar, se propone utilizar un Algoritmo 
Genético Multi-objetivo (AGMO) [7, 9] como modelo 
evolutivo para obtener modelos difusos lingüísticos 
precisos e interpretables utilizando la defuzzificación 
adaptativa con tres objetivos (minimizar la precisión, y 
minimizar los dos índices de interpretabilidad comentados 
anteriormente). De esta forma, se obtendrá un conjunto de 
soluciones con distinto equilibrio  entre precisión e 
interpretabilidad [11, 12, 13, 14]. 

El trabajo se estructura de la siguiente forma: en la 
Sección 2 se repasa la construcción de la defuzzificación 
adaptativa utilizada, sus componentes y efectos. En la 
Sección 3, se presenta las bases del mecanismo de mejora 
de interpretabilidad propuesto. La Sección 4 presenta el 
modelo multi-objetivo, describiendo sus principales 
características y operadores genéticos considerados. La 
Sección 5 se dedica a un estudio experimental en el que se 
emplean las técnicas anteriormente descritas en dos 
problemas reales, para finalmente presentar las 
conclusiones del estudio desarrollado. 
 
 
2 MÉTODOS DE DEFUZZIFICACIÓN 

ADAPTATIVOS EVOLUTIVOS 
 
 
Existen varias tendencias en la literatura en el desarrollo 
de métodos de defuzzificación adaptativa. Éstos emplean 
uno o más parámetros en sus expresiones con el fin de 
modificar el comportamiento de la defuzzificación o, en 
la mayoría de los casos, mejorar la precisión del sistema 
de forma considerable. 

Siguiendo los estudios desarrollados en [8], y debido a su 
fácil implementación y buen comportamiento, en el 
presente trabajo hemos considerado la utilización de un 
método de defuzzificación adaptativo basado en (1): 
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donde hi es el grado de emparejamiento, f(hi) es un 
término funcional del grado de emparejamiento y Vi es el 
máximo valor (MVi) o el centro de gravedad (CGi). Como 
puede observarse, se trata de la expresión de un método 
de defuzzificación que actúa en Modo B, es decir, 
primero se defuzzifica la aportación individual de la 
inferencia con cada regla y posteriormente se computa el 
resultado final, concretamente mediante una suma 
ponderada.  

Concretamente, hemos considerado el uso de un término 
funcional tipo producto donde αi 
corresponde a un parámetro para cada regla Ri, i=1 a N, y 
como valor característico el Centro de Gravedad (CG), 
debido a su eficiencia computacional y obtener similares 
resultados a otro tipo de funciones [8]. La expresión de 
dicho método de defuzzificación adaptativa se muestra en 
(2), 
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Como se puede apreciar, la influencia del parámetro 
individual α se puede interpretar como una modulación 
de la influencia del grado de emparejamiento, 
potenciándolo o penalizándolo. Particularmente, el 
estudio zonal del efecto de α es el siguiente: 

o α ⋅ hi , α∈ [1,∞): potenciación de hi , 
o α ⋅ hi , α∈ [0,1]: penalización de hi . 

Además, el funcional de tipo producto con un parámetro 
para cada regla tiene un efecto equivalente a utilizar 
reglas con pesos [6]. El empleo de pesos que acompañan 
a cada regla de la base de conocimiento consiste en añadir 
un valor adicional que tiene el significado de indicar qué 
grado de importancia debe tener esa regla en el proceso de 
inferencia. Generalmente el objetivo de esta ampliación es 
mejorar la precisión.  

 
3 MECANISMO PARA LA MEJORA DE 

LA INTERPRETABILIDAD EN LOS 
SISTEMAS DIFUSOS LINGÜÍSTICOS 
CON DEFUZZIFICACIÓN ADAPTATIVA 

 
 
En esta sección, proponemos introducir un mecanismo 
para mejorar la interpretabilidad en sistemas difusos 
lingüísticos con defuzzificación adaptativa, basado en una 
métrica.  

Tal y como se ha indicado en la sección anterior, la 
utilización de métodos de defuzzificación adaptativos con 
funcional de tipo producto tiene un efecto equivalente al 
empleo de reglas con pesos [6]. Estos pesos en las reglas 
tienen un efecto negativo en la interpretabilidad [3, 17] ya 
que extienden la estructura del sistema. Por este motivo, y 
con objeto de reducir este efecto negativo, la métrica que 
se utilice debe tenerlo en cuenta. En este trabajo se ha 
optado por utilizar el número de reglas final como medida 
útil en este sentido, así como el número de reglas con 
peso, considerando que ambos valores son mejores 
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cuando menores sean. En las siguientes subsecciones se 
describirán con más detalle estas métricas. 

 
3.1. NÚMERO DE REGLAS FINAL (#RF) 
 
Está métrica está basada en la idea de que aquellos pesos 
de las reglas próximos a 0 suponen una baja influencia de 
dicha regla y por tanto, podrían señalar una regla 
prescindible, continuando el sistema evolutivo con el 
aprendizaje del resto del sistema sin ella. Eliminar la regla 
en la fase de aprendizaje permite al modelo evolutivo 
ajustar el resto de pesos para eliminar dicha regla. Si se 
llevase a cabo la eliminación de las reglas con poco peso 
sólo al final del proceso, la precisión del sistema, en la 
mayoría de los casos se vería perjudicada por la 
naturaleza de los sistemas difusos lingüísticos.  

Para aplicar dicho concepto los parámetros del funcional 
tipo producto actuarán en el rango [0,1] (véase expresión 
2). La expresión de dicho índice será: 

#RF = #R - (número de pesos próximos a 0)            (3) 

donde #R es el número de reglas iniciales del sistema. 
 
3.2. NUMERO DE REGLAS CON PESO (#RP) 
 
Esta métrica en cambio, se basa en la idea de que los 
valores de los pesos próximos a 1 son aquellos en los que 
la regla tiene importancia y podría utilizarse sin necesidad 
de ninguna ponderación o peso, y por tanto eliminar este 
valor reduciendo así la complejidad del sistema. Cuanto 
mayor sea el número de reglas ponderadas por un peso, 
mejor será la interpretabilidad del sistema. La expresión 
de dicho índice será: 

#RP = #R-(número de pesos próximos a 1)                 (4) 
 

3.3. INTRODUCCION DE LOS INDICES EN EL 
PROCESO DE APRENDIZAJE  
 
Como se ha apuntado anteriormente, la introducción de 
dichos índices en el proceso de aprendizaje es un 
elemento importante, ya que el sistema debe readaptarse  
tanto a la eliminación de reglas con baja aportación, como 
a la de algunos de los pesos en las reglas más importantes.  
El mecanismo que se utiliza en este trabajo es 
proporcionar al sistema unos umbrales fijos para ambos 
índices, los cuales son tenidos en cuenta en la evaluación 
del sistema difuso. Los pesos que superen un valor 
determinado próximo a 1, serán evaluados como 1, 
mientras que los valores del peso que desciendan por 
debajo de un umbral cercano a 0, serán reglas no 
consideradas. 
 
 

4 MODELO  MULTIOBJETIVO  
 
En esta Sección se presenta el algoritmo multiobjetivo 
propuesto donde se introducirá el mecanismo de mejora 
de interpretabilidad en sistemas con defuzzificacion 
adaptativa descrito en la Sección anterior.  
 
Los objetivos que utiliza el modelo multiobjetivo son tres: 
minimizar los dos índices de interpretabilidad, #RF y #RP 
además de minimizar el habitual error cuadrático medio 
del sistema para la precisión. En esta ocasión se utiliza un 
modelo evolutivo basado en el conocido NSGA-II [10]. 
En las próximas subsecciones se expondrán los 
principales componentes de dicho algoritmo. 
 
3.1. ESQUEMA DE CODIFICACIÓN Y 
POBLACIÓN INICIAL 
 
En este trabajo se utiliza un esquema de codificación real, 
siendo m parámetros αi, uno para cada Ri de la BR. Cada 
uno toma valores en el intervalo [0,1]. 

C = (α1, . . . , αm) | αi ∈ {0, 1}  

La población inicial se obtiene de la siguiente forma: Un 
individuo de la población inicial tiene todos los genes 
inicialmente fijados a 1 con el fin de partir en el proceso 
evolutivo con todas las reglas sin peso. El resto de 
individuos de la población inicial se crean aleatoriamente. 
 
4.2 OBJETIVOS Y UMBRALES DEL MECANISMO 
DE MEJORA 
 
Tal y como hemos comentado anteriormente, en este 
algoritmo hemos usado estos objetivos a minimizar: 
• El índice de interpretabilidad (#RF) que  representa el 

número de reglas finales en el sistema. 
• El índice de interpretabilidad (#RP) que representa el 

número de reglas que actúan con peso. 
• El Error Cuadrático Medio (ECM) que mide la 

precisión del sistema: 
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donde S[i] es el modelo difuso. Esta medida precisa del 
empleo de un conjunto de datos de evaluación constituido 
por N pares de datos numéricos Zk=( xk, yk ), k=1,...,N, 
siendo xk los valores de las variables de entrada e yk los 
correspondientes a sus salidas asociadas. 
En cuanto a los umbrales considerados para los índices 
#RF y # RP, se han seleccionado los siguientes: 
• Cuando el valor del parámetro es ≥ 0.9 se 

considera que dicho parámetro es 1 y por tanto dicha 
regla no tiene peso. 
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• Cuando el valor del parámetro sea ≤ 0.1, 
evaluaremos dicho parámetro como 0 y dicha regla 
será eliminada. 

 
Ambos umbrales han sido escogidos empíricamente 
realizando distintas pruebas.  
 
4.3  ALGORITMO GENÉTICO MULTIOBJETIVO 
 
El algoritmo genético elegido, basado en el NSGA-II 
[10], es uno de los AGMO más conocidos y utilizados en 
la literatura para la resolución de problemas 
multiobjetivos. La población descendiente se genera 
desde la población actual a través de la selección, el cruce 
y la mutación. La siguiente generación se construye pues 
desde la población actual y la descendiente hasta que se 
cumpla la condición de parada, en este trabajo, por 
número de evaluaciones. 

El algoritmo NSGA-II posee dos características que lo 
hacen uno de los principales y más importantes AGMO: 
Una es la asignación del fitness basada en el ranking del 
pareto y en el operador de crowding, y la otra es el 
procedimiento de  actualización de cada generación a 
través del elitismo. 
 
 
5 ESTUDIO EXPERIMENTAL 
 
Para analizar el funcionamiento del método propuesto, se 
han escogido dos problemas reales con diferentes 
complejidades (diferente numero de variables y datos). 
Dichos problemas están disponibles en 
http://www.keel.es/ [2]: 

• La estimación del cálculo de los costes óptimos 
teóricos de la línea de media tensión en núcleos 
urbano (ELE). 

• Predicción de la edad del Abalone (ABA). 

En ambos casos, se ha empleado el algoritmo de Wang y 
Mendel [16] para obtener la BR inicial. Una vez 
generado, el algoritmo propuesto  fue aplicado. Los 
Métodos considerados para el estudio experimental 
fueron: 

• D método con defuzzificación adaptativa utilizando 
un algoritmo genético mono-objetivo y considerando 
sólo precisión como único objetivo [8]. 

• DI es el que utiliza la defuzzificación adaptativa con 
la mejora propuesta en la interpretabilidad y 
aprendizaje multiobjetivo considerando tres los 
objetivos,  minimizar ECM #RF y #RP. 

Se ha considerado un modelo experimental 5-fold cross-
validation. Los métodos han sido ejecutados 6 veces, 
mostrándose la media de las 30 ejecuciones. 

Las particiones lingüísticas consideradas están formadas 
por términos lingüísticos con forma triangular, 5 para el 
problema eléctrico y 3 para el Abalone. Como operador 
de conjunción e implicación se ha utilizado la t-norma del 
mínimo. Los valores de los parámetros utilizados en todos 
los experimentos presentados son: 200 de longitud de la 
población, 200 de longitud de la descendiente, 1000 
generaciones y 0.2 como probabilidad de mutación por 
cromosoma. 

 
5.1 RESULTADOS Y ANÁLISIS 
 
En el caso de los métodos con enfoque multi-objetivo, las 
medias han sido obtenidas considerando la solución más 
precisa de cada pareto obtenido. Los algoritmos 
propuestos se han comparado con varios métodos guiados 
por un único objetivo. 

La Tabla 1 muestran, a nivel de referencia, los ECMs de 
los conjuntos de entrenamiento y prueba en cada 
aplicación, donde #R representa el número de reglas, 
ECMent y ECMpru representan el error obtenido en 
entrenamiento y en prueba respectivamente. Este método 
obtiene la BR inicial sobre la que D, y DI introducirán sus 
pesos. WM toma para el índice de #RP el más alto nivel 
que representa que todas las reglas no contienen pesos. 

Tabla 1: ECMs de referencia 
Problema #R ECMent ECMpru 
ELE 65 56136 56359 
ABA 68 8.407 8.422 

 
Los resultados obtenidos con los métodos de 
defuzzificación adaptativos se muestran en la Tablas 2 
donde adicionalmente se añade dos columnas con los 
valores de #RF (representa el número de reglas finales) y 
#RP (el número de reglas con peso) como índices de 
interpretabilidad, y dos columnas denominadas  t-test que 
son los resultados de aplicar un test t-student (con 95% de 
confianza) al mejor resultado medio de la correspondiente 
columna comparado 1 a 1 con el resto de resultados 
medios para cada problema. La interpretación de ellas es: 

*  Indica el resultado con la mejor media. 
+ Indica un comportamiento significativamente peor que 
el mejor. 
= Indica un comportamiento estadísticamente sin 
diferencias significativas con el mejor. 
 
Observando los resultados presentados en la Tabla 2   
podemos destacar: 

• El modelo que considera las medidas de 
interpretabilidad obtiene el mejor comportamiento en 
cuanto a interpretabilidad respecto al que no, D, en 
ambos problemas. DI mejora tanto en #RF como en 
#RP, con descensos significativos en el número de 
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reglas, y siendo particularmente interesante en ambos 
problemas que sólo aproximadamente la mitad de las 
reglas finales tienen pesos. 
 

• En cuanto a la precisión, en el problema del ABA se 
obtiene similares niveles de precisión tanto en 
entrenamiento como prueba, mientras que en el 
problema ELE la precisión es algo mayor en el 
modelo mono-objetivo orientado a precisión, 
señalando por tanto la necesidad de mejoras en el 
modelo multiobjetivo para alcanzar los mismos 
niveles de precisión. 

En la Figura 1 se muestra la superficie de la frontera del 
pareto del algoritmo DI del problema ABA. Se puede 
observar que es bastante extenso y que no existe 
sobreaprendizaje en los resultados obtenidos con el 
modelo propuesto. 
 

 
Figura 1: Frontera de pareto obtenida en el problema 

ABA. 
 

 
 

Tabla 2: Resultados obtenidos en los dos problemas 
Problema Método ECMent t-test ECMpru t-test #RF t-test #RP t-test 

D 32791 * 35362 * 65 + 65 + ELE DI 34921 + 37695 + 45,97 * 19,63 * 
D 4.823 = 4.826 * 68 + 68 + ABA 
DI 4,918 = 4,924 = 31,57 * 17,70 * 

    
6 CONCLUSIONES 
 
La defuzzificación adaptativa que utiliza factores de 
ponderación en el grado de emparejamiento a través de un 
producto es un mecanismo sencillo para mejorar la 
precisión de los modelos difusos lingüísticos, el cual, 
tiene como desventaja el aumento de la complejidad del 
sistema, resultado del efecto de añadir distintos factores o 
pesos en cada una de las reglas de la base de 
conocimiento. Para reducir este efecto, en este trabajo 
introducimos un mecanismo para reducir complejidad 
basado en utilizar umbrales sobre los citados pesos, de 
modo que niveles muy altos eliminan el peso de esa regla 
y niveles muy bajos eliminan la regla por completo. 
Aprendiendo mediante algoritmos evolutivos 
multiobjetivo los parámetros tratando de obtener la mayor 
precisión, el menor número de reglas y el menor número 
de reglas con pesos, se obtienen resultados interesantes 
por la reducción en la complejidad, manteniendo un buen 
nivel de precisión, como se ha visto experimentalmente. 

No obstante, observando la Figura 1, consideramos 
ampliar el estudio tratando de centrar el algoritmo 
evolutivo multiobjetivo en la zona más interesante de la 
frontera del pareto. Además, como trabajo futuro se desea 
tener en cuenta dos aspectos: 

• La elección de los umbrales empleados podría ser 
más eficaz si se eligieran en base al problema y su 
dominio. 

• Mejorar la propuesta de interpretabilidad teniendo 
en cuenta otros índices como son la inconsistencia, 
redundancia y similaridad de las reglas.  
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